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Resumen

Este trabajo consistié en el desarrollo de tres interfaces biomédicas para la recoleccién
de senales electromiograficas (EMG), senales electroencefalograficas (EEG) y ambas senales
combinadas. Estas tres interfaces se desarrollaron con el fin de tener una forma asequible para
poder obtener muestras y asi poder contar con bases de datos propias. Estas bases de datos
pueden ser utilizadas para el desarrollo de modelos de clasificaciéon o post-procesamiento
de las senales para su estudio. Al contar con bases de datos propias se procedié a desa-
rrollar otras tres interfaces biomédicas, esta vez para el control de dispositivos roboticos
por medio de la adquisicién, procesamiento y anélisis de las sefiales EMG y EEG. Usando
extraccion de caracteristicas a las senales procesadas se realizaron diversos entrenamientos
con técnicas de aprendizaje automético para obtener modelos de clasificacion de clases. Con
los vectores de caracteristicas se realizaron entrenamientos mediante méquina de soporte de
vectores (SVM) y redes neuronales (RN). Se hicieron diversas pruebas con los algoritmos
hasta obtener los mejores resultados para la clasificacion de senales EMG, EEG y ambas
seniales combinadas. Todos los clasificadores con los que se lograron buenos rendimientos se
probaron en las interfaces de cada senal. Cada interfaz interactta directamente con el robot
R17 de la Universidad del Valle de Guatemala, dependiendo del gesto y como lo clasifiquen
los algoritmos, se enviaré cierto comando predeterminado al robot.

Uno de los objetivos principales del proyecto era la combinaciéon de senales al momento
de clasificar gestos o senales. Se combiné las seniales de dos formas diferentes. La primera
forma fue realizando un entrenamiento con 4 clases, que de cierta manera funcionaban como
dos clasificadores distintos, ya que dos clases eran muy distintivos para las senales EMG
y las otras dos eran muy distintivas para las sefiales EEG logrando una clasificacién con
rendimientos superiores al 91 %. La segunda forma era grabando dos clases distintivas para
sefiales EMG utilizando las sefiales EEG como una senal auxiliar y asi brindar més peso
a la clasificacion, se determin6é que en efecto al combinar las senales se logra un mejor
rendimiento, obteniendo un 87 % de rendimiento, mientras solo con las caracteristicas de las
senales EMG se logro un 85 %

En el futuro se espera que estas interfaces puedan ser utilizadas para la recoleccién
de datos y creaciéon de bases de datos que aporten material para futuras investigaciones
utilizando técnicas mejoradas en algoritmos de clasificaciéon y también a las investigaciones
relacionadas con los dispositivos de asistencia médica utilizando estas senales bioeléctricas.
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Abstract

This work consisted in the development of three biomedical interfaces for the collection of
electromyographic (EMG) signals, electroencephalographic (EEG) signals and a combination
of both. These interfaces were developed in order to have an affordable way to obtain samples
and thus be able to have an own database.

These databases can be used for the development of classification or post-processing
models of the signals for their study. Using this data, another three biomedical interfaces were
developed, this time for the control of robotic devices through the acquisition, processing and
analysis of EMG and EEG signals. Using feature extraction to the processed signals, various
trainings were performed with machine learning techniques to obtain class classification
models. With the feature vectors, training was performed using support vector machines
(SVM) and neural networks (RN). Various tests were carried out with the algorithms until
the best results were obtained for the classification of EMG and EEG signals and both
signals combined. All classifiers with good performance were tested at the interfaces of
each signal. Each interface interacts directly with the R17 robot from the Universidad del
Valle de Guatemala, depending on the gesture and how the algorithms classify it, a certain
predetermined command will be sent to the robot.

One of the main objectives of the project was the combination of signals when classifying
gestures or signals. The signals were combined in two different ways. The first way was to
carry out training with four classes, which in a certain way functioned as two different
classifiers, since two classes were very distinctive for EMG signals and the other two were
very distinctive for EEG signals, achieving a classification with performances higher than
91 %. The second way was recording two distinctive classes for EMG signals using EEG
signals as an auxiliary signal and thus provide more weight to the classification, it was
determined that in effect combining the signals achieves better performance, obtaining 87 %
of performance, while only with the characteristics of the EMG signals an 85 % was achieved

In the future, it is expected that these interfaces can be used for data collection and
creation of databases that provide material for future research using improved techniques
in classification algorithms and also for research related to medical assistance devices using
these signals. bioelectric.
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CAPITULO 1

Introduccién

El estudio de las sefiales biomédicas ha logrado numerosos aportes a la ciencia en gene-
ral, logrando una diversidad de dispositivos de asistencia médica, con el fin de mejorar el
bienestar fisico de personas que padecen de discapacidades motrices. Ademés ha permitido
acercamientos a poder utilizar chips cerebrales con fines de controlar enfermedades neurol6-
gicas. Las senales tanto electromiograficas como electroencefalograficas, de superficie juegan
un papel importante de los estudios para poder realizar todos estos avances. Esto de una
forma segura, ya que se realizan de forma no invasiva.

En esta investigacion se planted el desarrollo tres interfaces biomédicas que permitan el
control de sistemas robéticos fisicos disponibles en la Universidad del Valle de Guatemala.
Esto mediante la adquisicion y filtrado en tiempo real de las seniales electroencefalograficas,
electromiograficas y de ambas senales combinadas. El trabajo espera sentar bases para el
desarrollo de trabajos donde se utilicen algoritmos de aprendizaje automaético ya que ademas
de las tres interfaces para el control de sistemas robéticos, se desarrollan tres interfaces para
la adquisiciéon de datos de senales electroencefalograficas, electromiograficas y ambas sefiales
combinadas. Esto permitird ahorrar curvas de aprendizaje a los usuarios para indagar mas
en el estudio de las senales como tal.

El trabajo const6 de varias etapas principales. Se hicieron pruebas de clasificaciéon con
algoritmos de aprendizaje automético con una base de datos piblica, para poder experi-
mentar con diferentes vectores de caracteristicas y asi poder contar con otra referencia de
resultados. Para cada tipo de senal, se realiz6 una etapa de adquisicién y procesamiento de
senial, para cada sefial se presenta la forma en que se adquieren los datos, ya que se utili-
zaron dos dispositivos distintos para esta tarea, electro cap para senales EEG y dispositivo
bitalino para senales EMG. Se desarrollarén los filtrados y conversiones de cada tipo de
senal. Para cada senal se desarrolld6 una etapa de deteccién de actividad y se explica los
métodos utilizados. Se desarrollaron los paradigmas experimentales que se utilizaron para
grabar cada clase en cada entrenamiento. Se presentan las interfaces recopiladoras de datos,
donde se integran todas las etapas que tienen que ver con como se reciben las sefiales. Al
tener una base de datos propia, se explica el proceso de extraccion de caracteristicas y todos



los algoritmos de clasificaciéon que se utilizaron, también se comparan los rendimientos de
cada algoritmo. Por ultimo, al escoger los entrenamientos mas 6ptimos se procedié al desa-
rrollo de las interfaces clasificadoras que le envian comandos al robot R17, para verificar y
comprobar el funcionamiento de las interfaces.

Por tltimo, cabe mencionar que este trabajo tiene como objetivo sentar una base para la
experimentaciéon con sefiales biomédicas utilizando técnicas de aprendizaje automaético. Esto
logra acotar curvas de aprendizaje a la continuacién de este tipo de trabajos de investigacion,
esto se logra gracias a que las interfaces estan disefiadas para que sean completamente ttiles
para los usuarios de las mismas. Se espera que en un futuro estas interfaces sean utilizadas y
puedan contribuir a toda la comunidad cientifica de la Universidad del Valle de Guatemala,
asi como al estudio de senales biomédicas utilizadas en dispositivos de asistencia médica.



CAPITULO 2

Antecedentes

A lo largo de las tltimas décadas el estudio de la senales bioeléctricas han determinado
un crecimiento en la forma de afrontar los problemas relacionados a la carencia de ciertas
partes del cuerpo, esto ha mejorado la forma de vida que por cualquier causa no cuenten con
alguna parte de su cuerpo. En su mayoria las investigaciones y trabajos que se han hecho
en base a estos estudios toman a las senales Electroencefalograficas (EEG) y a las senales
Electromiograficas (EMG) como base para estudios enfocados a las protesis en humanos.
Esto se debe a lo practico de los métodos para estudiar las sefiales ya que este es un método no
invasivo y permite al investigador realizar pruebas sin la necesidad de contar con supervisiéon
médica.

Tanto para seniales EEG como para seniales EEG se han realizado estudios sobre la
clasificacion y extraccion de caracteristicas de cada una de las senales. La extraccion de ca-
racteristicas en sefiales EMG tiene que tratar de ser lo menos redundante posible al momento
de buscar un vector de caracteristicas para la clasificacion de las senales como se muestra en
[1] donde se tratan de agrupar las senales por medio de propiedades matemaéticas de las sena-
les. Las senales especificamente se pueden agrupar en cuatro grupos: energia y complejidad,
frecuencia, modelo de prediccién y dependencia del tiempo, ademas de encontrar las carac-
teristicas en el dominio de la frecuencia. Para las senales EEG sucede lo mismo al momento
de clasificar las senales, aparte de la clasificacién de sefiales por sus caracteristicas se tiene
que escoger un método para la extraccion de estas sefiales como en [2]. En este se explican
diversos métodos para la extraccion de caracteristicas como el método de descomposicion
empirica.



Hay una diversa cantidad de investigaciones con respecto a la clasificacién de cada una de
los tipos de senales biomédicas, por lo que se tiene que indagar mas con respecto a trabajos
que utilicen diferentes tipos de sefiales biomédicas, pero que logren combinarlas de modo
que estas puedan dar un mejor control a ciertas tareas que se necesiten implementar. En |3]
se explora la fusion de ambas sefiales médulo de deteccion para identificar movimientos en
las extremidades inferiores. Las sefiales se clasificaron en paralelo y en cascada mientras que
el rendimiento de la combinacién de las senales fue evaluado por medio de la presicion en la
prediccién y el tiempo computacional del procesamiento.

En la Universidad del Valle de Guatemala se ha investigado la clasificacion y seleccién
tanto de senales EMG como EEG para traducirlas en comandos que puedan aplicarse en
sistemas roboticos como en [4] y [5]. Utilizando técnicas de aprendizaje automatico, se logra-
ron extraer las caracteristicas de ambos tipos de senales y se logré desarrollar dos interfaces
capaces de traducir los dos tipos de senales en comandos para sistemas robéticos simulados
por computadora. Estas fases previas cuentan con la particularidad de haberse desarrollador
en una época singular, ya que no se logré tener un acceso total a todas las herramientas
y equipo con los que cuenta la universidad, debido a la pandemia del COVID-19. Por esta
razon las interfaces presentan carencias, no en cuanto a la calidad de los clasificadores, sino
a la poca cantidad de pruebas fisicas que se lograron realizar. Esto es un punto de partida
para el presente trabajo, ya que estos clasificadores se tienen que poder implementar en
sistemas roboticos fisicos.



CAPITULO 3

Justificacién

A lo largo de los afios la innovacion y desarrollo en la tecnologia han permitido que la vida
de millones de personas cambie, logrando dar una calidad de vida mayor, asi como facilitar
el dia a dia de las personas. Todos los dispositivos electrénicos a lo largo de los anos han
cambiado su forma de interactuar con los humanos, pasando desde un sistema de botones
convencionales hasta los asistentes inteligentes de diferentes smartphones, el desarrollo en
la HMI no se ha dado en solo estos aspectos. Se pueden encontrar muchos trabajos de la
comunidad cientifica que tratan el estudio de las sefiales biomédicas implementadas por
medio de interfaces para poder controlar sistemas roboticos o protesis.

Este proyecto busca a través de la extraccion de caracteristicas de las senales biomédicas
como lo son las seniales EEG y EMG lograr implementar un sistema de control combinado,
es decir, poder tener un control mas fiel sobre los sistemas robéticos como el brazo articulado
R17 teniendo ahora dos referencias, las cuales son las dos senales utilizadas para el anélisis
en tiempo real. El presente trabajo también busca la implementacion de las fases previas
en sistemas fisicos y no solo en simulaciones. Es importante mencionar esto ya que las fases
previas a este trabajo que implementaban interfaces que traducian las senales biomédicas
provenientes de movimientos y gestos preestablecidos en comandos para robots, haciendo
que estos realizaran una accion ya establecida. Por la pandemia del COVID-19 probar las
interfaces en los sistemas robo6ticos con los que contaba la Universidad del Valle fue imposible,
por lo que en este trabajo se busca la implementacion de estas interfaces en sistemas roboticos
fisicos. También se busca poder evaluar y optimizar estas interfaces, pudiendo asi plantear
oportunidades de mejora en el entrenamiento de los clasificadores que se utilizan en estés
interfaces.

La forma de lograr el control de prétesis o sistemas robéticos por medio de senales com-
binadas, es creando clasificadores con caracteristicas combinadas. El objetivo de crear una
interfaz que combine senales biomédicas es poder contribuir al estudio de las senales en
aplicaciones para protesis de personas que tenga, por ejemplo, amputaciones que lleguen
hasta el codo. Esto implica que, al no tener una parte de su brazo, al utilizar sefiales EEG
las senales no logren funcionar bien en los clasificadores por falta de correlacion entre las



caracteristicas. Las senales se combinan de manera que las senales EEG funcionen como un
complemento a las senales EMG para identificar de forma correcta los movimientos de la
mano o muneca. Esto funcionaria de buena manera, ya que las senales EEG no son depen-
dientes de las condiciones de amputacién con las que pueda contar un paciente. En otras
palabras, este trabajo busca que las sefiales EEG funcionen como un tipo de senal auxiliar
a las sefiales EMG, esto con el objetivo de poder mejorar los patrones de reconocimiento.
Este trabajo puede sentar las bases para futuros estudios en los que se pueda experimentar
directamente en el diseno de protesis que estén enfocadas en pacientes con condicion de
amputacion.



CAPITULO 4

Objetivos

4.1. Objetivo general

Mejorar las interfaces biomédicas para sistemas robdticos simulados desarrolladas en
fases previas, desarrollar una interfaz que permita el uso una o varias senales biomédicas, y
adaptar las interfaces para controlar sistemas fisicos.

4.2. Objetivos especificos

= Desarrollar interfaces que permitan la deteccion, muestreo y almacenamiento de sefiales
EEG y EMG.

= Mejorar la interfaz biomédica que utiliza senales EEG para controlar robots simulados
desarrollada en la fase anterior, y adaptarla a sistemas fisicos de la UVG.

= Mejorar la interfaz biomédica que utiliza senales EMG para controlar robots simulados
desarrollada en la fase anterior, y adaptarla a sistemas fisicos de la UVG.

= Desarrollar una interfaz que permita el control de los sistemas fisicos por medio de
combinaciones de seniales EEG y EMG.






CAPITULO b

Alcance

Este proyecto forma parte de la segunda fase de la linea de investigacién de interfaces
biomédicas. Tiene como fin el aplicar técnicas de clasificaciéon de aprendizaje automatico
para poder implementar estos modelos en interfaces que permitan el control de sistemas
roboticos fisicos. Especificamente se desea controlar los sistemas robéticos con los que cuen-
ta la Universidad del Valle de Guatemala. Mas especificamente esta investigacién consiste
en el desarrollo de 6 interfaces biomédicas. Las primeras tres interfaces son las interfaces
recolectoras de datos de sefiales EMG, EEG y EEG-EMG. Las otras tres interfaces son las
interfaces clasificadoras de seniales EMG, EEG y EEG-EMG.

El proyecto estd dividido basicamente por los tipos de senal y para cada tipo de senal
existen cuatro moédulos principales. El primero es la conexién con los dispositivos y la ad-
quisicién y procesamiento de las senales, donde se puede escoger la banda de frecuencia a
filtrar tanto para las sefiales EMG como EEG. El siguiente méodulo es el desarrollo de algo-
ritmos de deteccién de actividad, donde se plantean para cada tipo senal, formas de detectar
actividad, esto para evitar enviarle comandos a los sistemas roboticos todo el tiempo. El
tercer moédulo es la recoleccion de los datos, este consta basicamente en unir los moédulos 1
y 2 en una interfaz recolectora de datos, donde se pueden seleccionar las caracteristicas que
se obtendran de cada muestra, asi como la data en bruto da cada una de las muestras. El
siguiente médulo es la clasificacién y comparaciéon de modelos de aprendizaje automaético,
donde se entrend variando los vectores de caracteristicas y los algoritmos de entrenamiento,
permitiendo esto poder obtener los mejores modelos para la clasificacion. El dltimo moédulo
consta en el desarrollo de las interfaces clasificadoras donde se pusieron a prueba los modelos
escogidos y el funcionamiento en conjunto con el robot R17.

El desarrollo de este proyecto sienta las bases para el desarrollo y optimizaciéon de pro-
ximas investigaciones, ya que las interfaces estdn en una etapa donde el uso es factible por
parte de los usuarios que necesiten experimentar con estas.






CAPITULO ©

Marco tedrico

6.1. Senales electromiograficas (EMG)

Este tipo de senales se generan por la contracciéon de fibras musculares y en su mayoria
los métodos para medir estas senales son métodos no invasivos como la aplicacion superficial
de los electrodos en la piel |6]. Estas seniales son producidas por la contraccién muscular, esta
contracciéon muscular provoca actividad eléctrica, que se puede traducir en una senal, estas
sefiales son esencia unidimensionales y esto es lo que permite la extraccién de caracteristicas
para el reconocimiento de patrones [6].

6.1.1. Electromiografia

Es una técnica que puede evaluar la funcién muscular midiendo la diferencia de potencial
generada por los musculos en la superficie de la piel, esto se logra por medio de electrodos
que se pueden localizar en la superficie muscular. Una unidad motora se define por una
moto neurona y todas las fibras que esta inerva. Cuando un impulso nervioso es enviado
por el cerebro a través de las interneuronas hasta llegar a la moto neurona, este impulso
es mejor conocido como potencial de accién, este activa las fibras musculares y provoca la
activacion de las células musculares y esto pone en funcionamiento la maquinaria contractil
del musculo, esto se traduce a cambios en las propiedades eléctricas de la membrana de las
células musculares y es donde se puede medir la sefial por medio de los electrodos. En otras
palabras las senales EMG son las sumas de los potenciales de acciéon de las unidades motoras
que se detectan a través de los electrodos |7].

6.1.2. Posicion de electrodos en los musculos

La distancia interelectrodos se define como la distancia centro a centro del area con-
ductiva de electrodos. Como se menciona en [§] la medicion de sefiales EMGs necesita de
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un conjunto de por lo menos 2 electrodos individuales, en la mayoria de casos se utiliza
una unica senal EMG como un diferencial de potencial eléctrico entre electrodos colocados
separados en el musculo.

» Forma del electrodo: En [8] no se recomienda un estandar en la forma del electrodo
que sea defendible ya que no se espera una influencia importante en la senal EMG
porque se tomen diferentes formas en estos, sin embargo si se menciona que se tiene
que dejar claro que forma se esta utilizando.

» Tamano de electrodos: El tamafio del electrodo varia entre 1 mm hasta un poco
mas de 2 cm, el tamano del electrodo es mucho mas importante que la forma ya que
el tamafo si influye en la senal directamente.

= Posiciéon del sensor: Esta posicion se deriva del principio: con respecto a la ubicacion
longitudinal en direccion de la fibra, en [8] se recomienda colocar el sensor en la mitad
de la zona mas distal de la placa terminal motora y el tend6n distal y con respecto a
la ubicacion transversal del sensor en el musculo, se recomienda ubicar el sensor en la
superficie lejos del borde con otras subdivisiones de manera que la distancia a otros
misculos sea maximizada.

6.1.3. Caracteristicas en el dominio del tiempo

= Integracion de la senal Este valor se obtiene calculando la sumatoria de los valores
absolutos de una sefial EMG. Puede ser tratada como un estimador de poder.

N
IEMG = |z (1)

=1

= Media del valor absoluto Estima la media del valor absoluto, sumando el valor
absoluto de x; en un segmento k£ y divido por la longitud del segmento.

N
1
MAVy, = NZ\@“H (2)
=1
= Media cuadratica Se modela como un proceso aleatorio gaussiano modulado en am-
plitud cuyo RMS es relacionado con la fuerza constante y la contracciéon no fatigante.

= Varianza Esta dada por:
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= Waveform length

Es la longitud acumulada en forma de onda sobre un segmento escogido. Los valores
resultantes indican una medida de amplitud, frecuencia y duracién en un solo valor.

N-1

WLy = Z |Tit1 — i (5)
i1

= Zero crossings Es el numero de veces que la forma de onda cruza cero, es bueno
incluir un umbral para detectar los ceros, ya que por el ruido pueden haber ceros falsos.

{z; >0 and z;y1 <0} or {z; <0 and z;41 > 0} and |x; — zi11] > € (6)

» Willison Amplitude (WAMP)

Calcula el nimero de veces que el valor absoluto de la diferencia entre la amplitud de
la sefial EMG de dos muestras consecutivas supera un umbral predeterminado.

N—-1
WAMP, =Y f (Jzi — ziy1])

- g
f(x): { T > €

0 de lo contrario

» Simple Square Integral (SSI) Usar la energia de una sefial EMG como una carac-
teristica.

N

SSIy =Y (|a7]) (8)

i=1

Caracteristicas en el dominio de la frecuencia

= Coeficientes autorregresivos Describe cada muestra de la senal EMG como una
combinacion lineal de muestras anteriores mas un término de error de ruido blanco.
Los coeficientes AR se utilizan como caracteristicas en el reconocimiento de patrones

EMG.
N
T = — Z Q;Th—i + €k (9)
i=1
» Mediana de frecuencia Divide la densidad del espectro de potencia en dos partes
iguales:
| M
Fup =3 Z; PSD; (10)
i=
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6.1.4. Caracteristicas en el dominio del tiempo-frecuencia
= Transformada de Fourier de tiempo corto Se amplia la aplicabilidad del método

de la transformada de Fourier dividiendo la senal de entrada en segmentos; al hacer
esto, se puede suponer que la senal en cada ventana es estacionaria.

STFT,(t,w) = /W*(T —t)x(t)e T dr (11)

» Transformada Wavelet Es una transformaciéon en la que se integra una senial con
una funcién de ondicula madre desplazada y escalada. La transformada de ondiculas
continua esta representada por:

Wo(a,b) = /:z(t) (%) v (t - b) dt (12)

6.2. Senales electroencefalograficas (EEG)

Una senial EEG es una medida de las corrientes que fluyen durante las excitaciones
sindpticas de las dendritas de muchas neuronas en forma piramidal en la corteza cerebral,
cuando se activan las células del cerebro (neuronas), las corrientes sinapticas se producen
dentro de las dendritas. Esto provoca un campo magnético medible, siendo estas senales
EMG, pero también producen un campo eléctrico secundario sobre el cuero cabelludo que
es medible por sistemas EEG. [9].

6.2.1. Electroencefalografia

Es una técnica de exploraciéon que tiene como base el registro de la actividad eléctrica
cerebral. Las diferencias de potenciales son causados por la suma de potenciales posinapticos
de las células piramidales que crean dipolos eléctricos entre el soma y dendritas apicales,
que se ramifican a partir de neuronas. La corriente en el cerebro se genera principalmente
bombeando los iones positivos de sodio, Ny+, potasio K+, calcio C, + + y el ion negativo
de cloro Cj—, a través de las membranas de las neuronas en la direccién que determine el
potencial de la membrana [9].

La cabeza humana tiene varias capas en las que se puede encontrar el cuero cabelludo, el
craneo, el cerebro y dentro de estas hay varias capas intermedias. Solo el craneo atenia las
sefiales cien veces més los tejidos blandos como la piel, esto quiere decir que solo las grandes
poblaciones de neuronas activas para ser grabadas usando los electrodos del cuero cabelludo
[10].

6.2.2. Ondas cerebrales

El sistema bioélectrico de potenciales transmembranales producen en los grandes gru-
pos celulares ondas electromagnéticas que se perciben en el cértex. Son voltajes eléctricos
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oscilantes en el cerebro que miden apenas unas millonésimas de voltio, hay cinco ondas
cerebrales ampliamente reconocidas como se puede observar en el Cuadro 1 |11].

Banda de frecuencia | Frecuencia Estado del cerebro
Ondas Gamma > 3bHz Concentraciéon
Ondas Beta 8 12-35 Hz Ansiedad dominante, Atencién externo, relajado
Ondas alpha « 8-12 Hz Atencion relajada
Ondas Theta 6 4-8 Hz Profundamente relajado
Ondas Delta § 0.5-4 Hz Durmiendo

Cuadro 1: Tabla de ondas cerebrales.

6.2.3. Sistema de posicionamiento 10-20

El sistema de posicionamiento 10-20 es un método reconocido internacionalmente por
describir la localizaciéon de cada uno de los electrodos. Los nimeros 10-20 se refieren al
porcentaje (10 y 20 respectivamente) de distancia en la que deben de estar colocados los
electrodos en la parte frontal, occipital del lado izquierdo y derecho del craneo. Se tiene una
letra para identificar los I6bulos y el ntimero para ubicar el hemisferio.

Electrodo | Loébulo
F Frontal
T Temporal
C Central
P Parietal
0] Occipital

Cuadro 2: Tabla de lobulos.

A B Nasion

" Preaurical
point

Q—-/'
Inion 10%

Figura 1: Sistema de posicionamiento 10-20 [12].

6.2.4. Caracteristicas en el dominio del tiempo

» Valor Medio Dado que la suma del potencial EEG (positivo y negativo) suele ser
del orden de unos pocos microvoltios cuando el tiempo de anélisis no es demasiado
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corto, la media es esencialmente una constante, aunque de un valor pequeno. Cualquier
cambio en los valores de la media,

1 N
= Z i (13)
=1
s Desviacion estandar Donde Z es el valor medio.

N (32
= \/E=N(_1) (1)

= Oblicuidad La oblicuidad mide el grado de desviacion de la simetria de una distri-
bucién normal o gaussiana. Esta medida tiene el valor de cero cuando la distribucién
es completamente simétrica y asume algin valor distinto de cero cuando las formas
de onda del EEG son asimétricas con respecto a la linea de base (como es el caso de
algunos patrones de sueno caracteristicos, ritmos mu, husos de morfina, etc.)

N ZT;—T 3
Zi:l ( N)
N T;—T 2
(T, et

Sk (15)

mce

3/2

= Curtosis Esta medida revela el pico o la planitud de una distribucién. En electro-
encefalografia clinica, cuando se analiza EEG con poca frecuencia y modulaciéon de
amplitud, se observan valores negativos de curtosis; por otro lado, los valores positivos
altos de curtosis estan presentes cuando el EEG contiene picos transitorios,

N (z;—z)*
Kpe = Zist TN g (16)

w, [e52]’

= Correlaciéon cruzada Una secuencia de correlacion cruzada entre dos senales de
energia mide el grado de similitud entre estas dos sefiales. Si una senal se correlaciona
consigo misma, la secuencia resultante se denomina secuencia de autocorrelaciéon.

5 SN e M >0
Ryy(m) = { &m0 17
y(m) { Ryz(_m) m<0 ( )
6.2.5. Caracteristicas en el dominio de la frecuencia

= Coeficientes auto-regresivos Como se puede observar también puede ser usada en
las senales EEG como en la EMG.

N
Ty = — Z ;Tp—; + €k (18)
=1

= Densidad del espectro de potencia Muestra en qué punto las variaciones de
frecuencia son fuertes y débiles. La densidad del espectro de potencia (P SD) se calcula
mediante:
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2

PSD = (19)

N-—1

—j2nki
E r,e N
1=0

= Poder de la banda Las senales EEG contiene diferentes componentes de frecuencia
especificos, que llevan la informacion discriminativa. Este tipo de caracteristica refleja
la energia en varias bandas («, 8,6, and #). Una vez filtradas las bandas, se puede
aplicar la densidad del espectro de potencia a cada una para obtener caracteristicas

importantes.

= Relacion de asimetria Este valor se deriva de la densidad del espectro de potencia
y se puede utilizar como una caracteristica, también esta caracteristica es 1til para el
anélisis de EEG cuando las actividades mentales que se estudian exhiben diferencias
inter-hemisféricas.

(20)

PSDy - PSD
ASpsp = [ ! 2}

PSDy + PSD,

6.3. Aprendizaje automatico

El aprendizaje automatico, Machine Learning (ML), se podria entender como automa-
tizar las tareas manuales, pero este en vez de automatizar las tareas manuales, este realiza
tareas frecuentes de volumen grande y que se computarizan de manera confiable y sin fatiga.
El aprendizaje automatico sigue dependiendo del humano para configurar el sistema y que
este se haga las preguntas correctas. La inteligencia artificial (IA) se adapta a través de
algoritmos de aprendizaje progresivo para permitir que los datos hagan la programacion.
La IA encuentra estructura y regularidades en los datos para que el algoritmo adquiera una
habilidad entonces, vuelve a estos algoritmos clasificadores o predictores |13].

6.3.1. Redes neuronales

Las neuronas como las conocemos cominmente son células del cerebro cuya funciéon prin-
cipal es la recoleccién, procesamiento y esparcimiento de sefiales eléctricas. Pero cuando se
habla de una neurona artificial esta se refiere a una unidad de procesamiento de informacién
fundamental para el funcionamiento de una red neuronal. Estas neuronas reciben entradas
T y pesos w, dentro de estas neuronas se realiza una suma aritmética seguida de una funcién
de activacion. La suma aritmética es la siguiente:

n
net = E W; X5
=0

Se asocia un function fact que en resultado da la salida de la neurona, la funcién en si
limita la salida de la neurona, ya que esta tiene dos condiciones, una es “activar” la neurona
cuando las entradas a esta son las correctas y “desactivar” la neurona cuando las entradas
son las correctas. Hay varias funciones de activaciéon como la del umbral lineal, escalonada,
escalonada arbitraria etc|14].
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Figura 2: Sistema de posicionamiento 10-20 .

6.3.2. Maquina de soportes de vectores

Las maquinas de soporte de vectores(SVM) fueron desarrolladas en el marco de la Teoria
de Aprendizaje Estadistico (SLT). Son entrenadas por algoritmos de optimizacion convexa
(que existe una tunica solucién) y construidas a partir de una estructura que depende de un
subconjunto de Vectores Soporte (VS) estas ayudan a la interpretacion del modelo [16].

Clasificacion de patrones con SVM

Durante las tareas de clasificacion existen dos fases, la fase del aprendizaje automético y
la fase de reconocimiento, en la primera se seleccionan todas las caracteristicas y atributos
del espacio de entrada y asi se logra entrenar el clasificador, el entrenamiento da como
resultado un conjunto de parametros llamados pesos w que definen al clasificador y la funcién
discriminante que representa la frontera entre clases o regiones, en la segunda fase el modelo
obtenido del clasificador ya entrenado se encarga de asignar los nuevos datos de entrada a
una de las clases segtn la similitud de sus caracteristicas [16].

Hiperplano de separacién 6ptimo y margen maximo

Las SVM poseen la capacidad de aprender a partir de un conjunto de N muestras ex-
perimentales el cual se llama conjunto de entrenamiento. Donde cada muestra (Z;,y;) para
i = 1...N esta formada por un vector de n caracteristicas con una etiqueta que indica la
clase {£1} a la clase que pertenece cada muestra. El objetivo de esto es encontrar la regla
de clasificacion o funciéon subyacente que que clasifique correctamente las nuevas muestras
pertenecientes al conjunto de prueba [16].

6.4. Interacciéon Hombre-Maquina (HMI)

Es un método mediante el cual un usuario ordena a un sistema mecénico-eléctrico un
estado deseado. Esta tiene que tener la capacidad de comunicar los movimientos del usuario
previstos al sistema robético. Las Human Machine Interface pueden detectar los gestos
naturales del usuario y los traduce en acciones de robot deseadas mientras este solo hace
transiciones seguras, las HMI pueden ser invasivas y no-invasivas [17].
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6.5. Interfaz Cerebro-Computadora (BCI)

La idea principal de las interfaces cerebro-computadora es la de capturar las senales
eléctricas de la actividad cerebral de los deseos de comunicacién del usuario y traducirlas en
comandos que se interpretan y se ejecutan por una computadora. La interfaz examina las
sefiales cerebrales utilizadas, tiene diferentes tipos de adquisiciéon y de procesamiento para
asi poder traducir las sefiales del usuario [18|

6.6. Robot R17

El robot R17 es un brazo robético de formato articulado verticalmente. Este es el formato
que mas se parece al brazo humano. Sus partes llevan el nombre del brazo humano, por esta
misma razén. Es més versatil que otros formatos, pero tiene el inconveniente de que el
contragolpe y el cumplimiento en cada articulacién se suma articulacién por articulacion.
R17 tiene un alcance nominal de 750 mm, lo que quiere decir 750 mm desde la articulacién
del hombro hasta la muneca, mas otros 100 mm més o menos para la mano, esto dependiendo
del efector final que se le instale al R17 [19].

Figura 3: Robot R17 [19]

El robot es impulsado por motores paso a paso en micropasos, de 0,18 grados por paso,
lo que da como resultado una resolucién nominal de 0.1 mm o mejor en el efector final
después del engranaje. El sistema del robot R17 consta de 3 unidades principales: el robot,
el controlador y una computadora o terminal [19].
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Diagram 3c: Shoulder,
‘elbow, hand calibration ranges

Figura 4: Robot R17 grados de libertad
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CAPITULO [

Colecciones de sefiales EEG y EMG

Con fines de tener un acercamiento a experimentar con senales EMG y EEG se busco
una base de datos que cumpliera con los requisitos para poder cumplir los objetivos de este
trabajo. La base de datos que se encontrd, cuenta con sefiales EMG y EEG grabadas al
mismo tiempo, pudiendo asi poder tener un acercamiento a experimentar con combinacién
de senales para el control de sistemas roboticos. Al obtener los datos de esta base de datos, se
procedi6 a realizar experimentos con distintos clasificadores y experimentando con diferentes
tipos de caracteristicas.

7.1. Base de datos ptublica de 11 tareas de movimiento intui-
tivas desde una sola extremidad superior

Al ser uno de los objetivos el poder combinar las senales EMG y EEG para poder
utilizarlas de manera combinada, se procedié a buscar una base de datos que permitiera en-
contrar clasificadores que entregaran resultados congruentes y que lograran un performance
aceptable. La base de datos tenia que contar con la caracteristica que las seniales, tanto las
EMG’s y las EEG’s fueran capturadas al mismo tiempo y de la misma manera. Se encontrd
una base datos que cumplia con todas las caracteristicas necesarias para poder realizar los
clasificadores. Esta es una base de datos encontrada en GigaDB se basa en el estudio de
seniales biomédicas y esta buscaba en efecto ampliar el estudio de las senales biomédicas
combinadas, por eso el conjunto de datos incluye electroencefalografia de 60 canales (EEG),
electromiografia de 7 canales (EMG) y electrooculografia de 4 canales (EOG) de 25 sujetos
sanos recopilados durante sesiones de 3 dias para un total de 82,500 ensayos en todos los
sujetos|20]. En la Figura [5| se puede observar los sistemas de posicionamiento utilizados en
el estudio de la base de datos.
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EMG: Fik:

Figura 5: Posicion de electrodos en el estudio \\

7.1.1. Paradigma experimental

Como se mencion6 antes la base de datos fue disefiada para adquirir datos cuantitati-
vamente relacionados con los 11 movimientos diferentes de las extremidades superiores. Se
pueden observar en la Figura [0] los diferentes movimientos que se realizaron por cada uno
de los individuos. Cada muestra constaba de 4 segundos de descanso, 3 segundos de visua-
lizacién sobre el movimiento a realizar y los dltimos 4 segundos para realizar el movimiento
en cuestion.

Extender el brazo en 6 direcciones

En este, se le pidi6 a los sujetos que realizaran tareas multidireccionales de estiramiento
dirigidas desde el centro de sus cuerpos hacia afuera. Se llevaron a cabo estas tareas a lo
largo de 6 direcciones diferentes en el plano 3D: adelante, atras, izquierda, derecha, arriba
y abajo.

Agarrar tres objetos con la mano

En este se pidi6 a los sujetos que tomaran tres objetos de uso diario mediante los co-
rrespondientes movimientos de agarre asignado, los movimientos fueron card, ball, and cup,
corresponding to lateral, spherical, and cylindrical grasp que se pueden observar de mejor
manera en la Figura 4.
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Trial N Real-movement/
start Rest Visual cue Motor imagery

Arm-reaching

Hand-grasping Wrist-twisting

Figura 6: Movimientos realizados en la base de datos .

Giro de muneca con dos movimientos diferentes

Para las tareas de giro con muneca, los sujetos rotaron sus mufiecas hacia la izquierda
(pronacion) y hacia la derecha (supinacién). Estos dos tipos de movimiento son acciones
complejas que méas que todo se utilizan para decodificar las intenciones del usuario a partir

de las senales cerebrales.

Cirasp pread Pronation
Left Right
s - @ E
o Down Card Ball Supination
Arm-reaching Hand-grasping Wrist-twisting

Figura 7: Movimientos realizados por los sujetos, detallados .

7.1.2. Procesamiento de senales

La base de datos que se encontrd, ya contaba con scripts para el correcto uso de los
datos. Los datos venian en forma de estructuras, por lo que el procesamiento para obtener
los datos ordenados por clases y filtrados correctamente se hicieron con estos scripts. Los
datos obtuvieron se obtuvieron de un repositorio en linea de la base de datos por medio
del software “FileZilla”, esto porque la base de datos al ser tan grande esta guardada en un
servidor. Estos procesos se hicieron de manera independiente para cada tipo de senal.
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7.1.3. Extraccion de caracteristicas

Al tener los datos ordenados por clases, se procedi6 a realizar un algoritmo que permitiera
obtener caracteristicas de las senales ya filtradas y ordenadas. Este algoritmo es diferente
tanto para sefiales EMG y seniales EEG, ya que no se utilizaron las mismas caracteristicas
para ambas senales. El algoritmo permite obtener un vector de caracteristicas de 2 clases y
10 caracteristicas. El algoritmo entrega este vector en forma de celda. Para poder utilizar
los datos en los clasificadores, se llegd a la conclusiéon que el namero de canales utilizados
para obtener los datos tiene que ser igual para ambas senales. Esto permite que el niimero
de muestras sea el mismo sin importar el nimero de caracteristicas utilizado para cada tipo
de senal. En el caso de las sefiales EEG, se utilizaron los canales F3, AF3, F4, AF4 esto
porque segin |21] son los canales con méas correlacion a la corteza motora, ya que ofrecen
un mayor potencial. En [21] se determina que por motivo de reducir la cantidad de datos
y que él maneja de estos sean mas practicos los canales més significativos para realizar la
clasificacién son AF3 y AF4. Para las sefiales EMG, se determin6 que cualquiera de los 7
canales utilizados brindan un buen rendimiento al momento de clasificar, por lo que estos
solo tienen que cumplir con ser la misma cantidad que los canales de las senales EEG.
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CAPITULO 8

Clasificadores para coleccién de sefiales

Los resultados de los clasificadores se representaran en forma de matrices de confusion.
Las matrices de confusién son una medida muy popular utilizada para resolver problemas
de clasificacion. Se puede aplicar tanto para la clasificaciéon binaria como problemas de
clasificacion multiclase como se menciona en [22].

Es importante mencionar que las matrices de confusion en el caso de las redes neuronales,
muestra 4 matrices y no solo una como en el caso de las maquinas de soporte de vectores.
Esto se debe a que el paquete utilizado en MATLAB para redes neuronales entrega las
matrices de confusion de los datos de entrenamiento, los datos de validacion y los de prueba.
La matriz de la esquina inferior derecha es la que se compara con las matrices de confusion

de SVM.

8.1. Clasificadores para senales EMG

Para las pruebas con dos clases forma en la que se obtenia el vector de caracteristicas
para cada prueba que se hizo es la misma, lo tinico que variaba en el algoritmo al momento de
obtenerlo es la cantidad de caracteristicas obtenidas, ya que si agregdbamos mas canales, se
agregaban mas caracteristicas. El vector para sefiales EMG cuenta con las siguientes carac-
teristicas: Varianza (VAR), Cruces por Zero (ZC), Valor Absoluto promedio (MAV), Media
cuadratica (RMS), Longitud de forma de onda (WF), Amplitud de Wilson (WA), Entropia
de Shannon, Oblicuidad, Energia y Entropia logaritmica. Con este vector de caracteristicas
es facil realizar todo tipo de pruebas, clasificando de distintas maneras para poder obtener
el mejor rendimiento.

8.1.1. Redes neuronales senales EMG (2 clases y 1 Sujeto)

Se hicieron diversas pruebas de las sefiales EMG, tanto en redes neuronales como en
maquinas de soporte de vectores. Desde utilizar un solo canal, una caracteristica y dos
clases, hasta utilizar 7 canales, 10 caracteristicas y 2 clases. Los mejores resultados en el
caso de las sefiales EMG se dieron cuando se utilizaron 5 caracteristicas y 4 canales. Para el
entrenamiento de las redes neuronales se utiliz6 un tamafo de capa oculta de 10, la funcién
de entrenamiento SCG debido al balance de consumo de memoria y calidad de resultados
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que presenta. Se utilizé un 80 % de las muestras para entrenar, 10 % para validar y 10 %
para probar. Las dos clases utilizadas son los dos tipos de wrist-twisting.

En la Figura [§] se puede observar un entrenamiento utilizando 9 caracteristicas y sola-
mente un canal, se obtuvo un 89 % de rendimiento. En la Figura [J] se observa la matriz de
confusion para 4 caracteristicas y 3 canales, asi mismo el ntiimero de muestras subid, se obtu-
vo un rendimiento de 85 % de rendimiento, esto no es favorable, ya que en teoria el agregar
més datos y méas canales al entrenamiento, deberia de ayudar a clasificar mejor las muestras.
Por ultimo en la Figura se muestra una matriz de confusién de un entrenamiento con
5 caracteristicas y 4 canales, con un rendimiento del 92 %. Posiblemente el aumentar los
canales mejore el entrenamiento.

Training Confusion Matrix Validation Confusion Matrix
1 107 15 B7.7% 1 14 1 93 .3%
44 6% 6.3% 12.3% 46.7% 3.3% B.7%
w w
w w
L] 5
o 12 106 89.8% o 1 14 93.3%
= 2 - 2
2 5.0% 44 2% 10.2% 2 3.3% 46.7% 6.7%
- =
5 S
(=] (=]
87.6% 88.8% 93.3%
12.4% 11.3% 6.7%
~ 9 N 0
Target Class Target Class
Test Confusion Matrix All Confusion Matrix
1 14 2 87.5% 1 135 18 88.2%
46.7% 6.7% 12.5% 45.0% 6.0% 11.8%
w w
w w
i) 5
o 2 12 85.7% o 15 132 89 8%
=2 w2
2 6.7% 40.0% 14.3% 2 5.0% 44.0% 10.2%
= =
3 =
[s] o
87.5% 85.7% B86.7% 88.0% 89.0%
12.5% 14.3% 13.3% 12.0% 11.0%
N 0 N o
Target Class Target Class

Figura 8: Matriz de confusion para RNA con 9 caracteristicas y 1 canal
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Figura 9: Matriz de confusion para RNA con 4 caracteristicas y 3 canales
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Training Confusion Matrix
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Figura 10: Matriz de confusion para RNA con 5 caracteristicas y 4 canales
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8.1.2. MaAquina de soporte de vectores senales EMG (2 clases y 1 sujeto)

Para el caso de la maquina de soporte de vectores, se implementaron 4 tipos de entrena-
mientos. En el primer modelo se utilizé6 un Kernel con la funcién lineal, con una escala de
Kernel automético. El segundo modelo fue un Kernel con una funcién polinomial, con una
escala de kernel polinomial grado 2. En el tercer modelo se utilizé un kernel con la funcién
de base radial, con una escala automaética. Por altimo se utilizé6 un modelo también con una
funcién de kernel de base radial, pero con un tamano de kernel estandarizado. Para cada
corrida se utilizé6 un 70 % para realizar el entrenamiento y el 30 % para validar. En cada
prueba se tomo6 el mejor de los 4 modelos.

Se puede observar en la Figura [11| la matriz de confusiéon de de un modelo que utiliza
8 caracteristicas de un solo canal, se obtiene un 92.2% de rendimiento. En la Figura
se muestra un modelo con 8 caracteristicas y 4 canales, se obtiene un mejor resultado con
un 98.9% de rendimiento. Mostrando en este caso que seleccionando 4 canales y mejores
caracteristicas por canal se logra discriminar mejor las clases.

Confusion Matrix

’ 4 5
47.8% 5.6%

w
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Q 2 40 5.2%
52 2.2% 44.4% A.8%
o . L] & L] (-
s
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11.1% 7.8%

N v
Target Class

Figura 11: Matriz de confusion para SVM con 8 caracteristicas y 1 canal
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Confusion Matrix
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Figura 12: Matriz de confusién para SVM con 8 caracteristicas y 4 canales

Es bastante aceptable que el mejor resultado se haya obtenido mediante méaquina de
soporte de vectores. Esto es porque para redes neuronales, se necesita una mayor cantidad
de datos. SVM funciona mejor con pocas muestras y funciona muy bien como clasificador
binario. Es importante enfatizar en que estos entrenamientos realizados cumplen con el ob-
jetivo de obtener una idea general para los entrenamientos que se realizaran en los siguientes
capitulos, no es una comparaciéon directa entre los tipos de modelos.

8.2. Clasificadores senales EEG

Al igual que para las sefiales EMG en las sefiales EEG para las pruebas con dos clases
la forma en la que se obtenia el vector de caracteristicas para cada prueba que se hizo es
la misma, lo inico que variaba en el algoritmo al momento de obtenerlo es la cantidad de
caracteristicas obtenidas, ya que si agregadbamos maés canales, se agregaban més caracteris-
ticas. El vector para senales EEG cuenta con las siguientes caracteristicas: Varianza (VAR),
Cruces por Zero (ZC), Valor Absoluto promedio (MAV), Media cuadratica (RMS), Longi-
tud de forma de onda (WF), Amplitud de Wilson (WA), Entropia de Shannon, Oblicuidad,
Energia y Entropia logaritmica. Con este vector de caracteristicas es facil realizar todo tipo
de pruebas, clasificando de distintas maneras para poder obtener el mejor rendimiento. De
igual forma la dos clases utilizadas son las dos formas de wrist-twisting al igual que para las
seniales EMG.

8.2.1. Redes neuronales senales EEG (2 clases y 1 sujeto)

En el caso de las senales EEG, se variaron un poco los pardmetros en el entrenamiento
de las redes neuronales ya se utiliz6 un tamano de capa oculta de 20, se sigui6é utilizando
la funcion de entrenamiento SCG debido al balance de consumo de memoria y calidad de
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resultados que presenta. Se utilizo un 70 %de las muestras para entrenar,15 % para validar
y 15 % para probar.

Confusion Matrix
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50.0% 18.0% 34.0%
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Target Class

Figura 13: Matriz de confusion para redes neuronales con 2 caracteristicas y un canal.
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Figura 14: Matriz de confusién para redes neuronales con 5 caracteristicas y un canal.
Se puede observar en las figuras [13| y [14] estos dos modelos mostraron los mejores resul-
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tados obtenidos con redes neuronales, se utilizo el canal AF3 para realizar estas pruebas. El
hecho de obtener un rendimiento menos 6ptimo con redes neuronales en senales EEG puede
ser por las caracteristicas obtenidas de las senales EEG, normalmente en una red neuronal,
se tienen que normalizar las caracteristicas y la selecciéon de las caracteristicas en esta parte
de los entrenamientos no fue un factor importante, solo se buscaba obtener un buen resul-
tado a partir de tener caracteristicas iguales para ambas sefiales por separado. Tampoco se
tomaron en cuenta los canales a utilizar y se seleccion6 el AF3 porque era el mas cercano a

la corteza motora.

8.2.2. Maquina de soporte de vectores senales EEG

Confusion Matrix

1 42
46.7% 2.2%

3 43
3.3% 47 8%

Output Class
.

94.4%
5.6%

N v
Target Class

Figura 15: Matriz de confusiéon para redes neuronales con 4 caracteristicas y un canal.

Confusion Matrix

172 1
47 8% 3.1%
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Output Class

94.7%
5.3%
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Figura 16: Matriz de confusion para redes neuronales con 8 caracteristicas y 4 canales.

Se puede observar en las matrices de confusion de las figuras [I5] y [I6] los resultados
obtenidos en SVM son mucho mejores que los entrenamientos con RN.
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8.3. Clasificadores senales EEG-EMG

Uno de los paradigmas experimentales que se desarrollan en los siguientes capitulos, es el
de la combinacion de senales para el desarrollo de modelos de Al. Para las primeras pruebas
se utilizaron 8 caracteristicas, 4 por cada canal y dos clases. También se hicieron pruebas con
las mismas caracteristicas, pero utilizando 4 clases. La base de datos asegura una sincronia
al momento de tomar los datos, tanto de las sefiales EEG como de las senales EMG. Para
seleccionar los canales a utilizar, se tomd como base, las secciones anteriores. Esto ayudo a
determianr que los canales con mas peso al momento de clasificar, eran el C3 y el FC5, en
las clases: forward, left, right y backward. También se determinaron las 4 caracteristicas con
mas pesos en los entrenamientos anteriores y se utilizaron en estos entrenamientos. En este
caso se decidié mostrar el rendimiento de cada una de las pruebas en todos los modelos.
Los datos utilizados corresponde a un set de 25 individuos, con 50 muestras por cada clase
de parte de cada uno de ellos. El objetivo de utilizar 25 sujetos, es buscar la generalizacion
del modelo y asi poder observar como se comportan los modelos cuando se utilizan sujetos
variados y en diferentes condiciones.

Para la matriz de confusiéon en el modelo entrenado en la seccién la matriz de con-
fusion es diferente ya que se utilizé la aplicacion classification learner del software MATLAB
va que los cddigos utilizados en las secciones anteriores para los modelos SVM solo permiten
dos clases.

8.3.1. Redes neuronales combinacion de senales EMG-EEG (2 clases)

En este caso, para las redes neuronales, se utiliz6 un tamafo de capa oculta de 15, la
funcion de entrenamiento SCG, se utilizé un 80 % de las muestras para entrenar, un 10 %
para validar y 10 % para probar.
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Figura 17: Matriz de confusién para redes neuronales con 8 caracteristicas, 2 canales y 2 clases
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8.3.2. Maquina de soporte de vectores senales combinaciéon de senales
EMG-EEG (2 clases)

Para este caso, en maquina de de soporte de vectores, se decidié utilizar la aplicacién
Classification learner del software MATLAB. Esta aplicacién permite entrenar diferentes
variantes de SVM. Se obtuvo un 65% de rendimiento utilizando SVM utilizando kernel

cuadratico.
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Figura 18: Matriz de confusién para SVM con 8 caracteristicas, 2 canales y 2 clases

Target Class
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8.3.3. Redes neuronales combinacion de senales EMG-EEG (4 clases)

En este caso, para las redes neuronales, se utiliz6 un tamano de capa oculta de 15, la
funcion de entrenamiento SCG, se utilizo un 80 % de las muestras para entrenar, un 10 %
para validar y 10 % para probar. Los resultados fueron de un 40.1 % de rendimiento para 4
clases.
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Figura 19: Matriz de confusién para redes neuronales con 8 caracteristicas, 2 canales y 4 clases
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8.3.4. Maquina de soporte de vectores senales combinaciéon de senales
EMG-EEG (4 clases)

Para este caso, en maquina de de soporte de vectores, se obtuvo un 59.6 % de rendimiento
utilizando SVM utilizando kernel cuadratico.

Model 1.1

Backward

Forward

True Class

Left

Right

Backward Forward Left Right
Predicted Class

Figura 20: Matriz de confusion para SVM con 8 caracteristicas, 2 canales y 4 clases

Se puede observar que para cada modelo, al agregar dos clases mas, los rendimientos
bajan. Esto tiene sentido cuando se sabe que los datos utilizados es de 25 individuos diferentes
con solo 50 muestras por cada una de las clases. Al utilizar dos clases muy distintivas entre
si como forward y left, no es necesaria tanta informacion en los vectores de caracteristicas
y los resultados son buenos. Al momento de utilizar 4 clases, se necesitan muchas méas
muestras por cada una y asi poder tener un modelo mas general. Estos resultados ayudaran
a determinar los paradigmas experimentales que se utilizaran en los siguientes capitulos.
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cAPiTuLo 9

Adquisicién y recopilacion de sefiales EMG

En este capitulo se trataran todos los temas que tienen que ver con la adquisicion de las
seniales EMG@G, asi como los paradigmas experimentales con los que se recopilaron las senales.
También se introduce a la primera interfaz utilizada para la adquisicién de datos.

9.1. Dispositivo de adquisiciéon de senales EMG

La interfaz de fases anteriores para la adquisicién de senales, utilizaba el dispositivo bita-
lino para extraer las senales y un arduino uno para adquirir esas senales y poder procesarlas
en la computadora. El dispositivo con el que cuenta la Universidad del Valle de Guatemala
es especificamente el BITalino (r)evolution Board que tiene un disefio de hardware todo en
uno, todos los bloques estdn preconectados y los datos se adquieren de forma bruta y esto
permite que se pueda utilizar en aplicaciones para Human-Computer Interaction |23].

Figura 21: Diagrama de bloques interconectados dispositivo bitalino \\
El principal reto con el dispositivo bitalino, fue encontrar una mejor manera de comuni-

cacion entre el y la interfaz o computadora. La mejor forma para utilizar el dispositivo fue
por medio de comunicaciéon bluetooth utilizando BITalino Toolboz en el software MATLAB.
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Este toolboxr se comunica por medio de comandos con el dispositivo bitalino, de esta forma
desarrolla diferentes formas de obtener los datos en bruto [24].

9.1.1. Primeros acercamientos a dispositivo bitalino

Se desarrollaron varios scripts en MATLAB, para poder familiarizarse con las funciones
del toolboz y poder encontrar la mejor manera de obtener las senales. El toolbox permite obte-
ner las seniales de dos formas, recolectando los datos actuales del buffer (Read CurrentValue())
del bitalino y recolectando los ultimos n valores del buffer (Read()) que nosotros le asigne-
mos. Luego de hacer varias pruebas, se determiné que la mejor manera de obtener los datos
es esperando que el buffer se llene con el tiempo que le asignemos. Esto porque al tratar
de usar la funcion ReadCurrentValue() existia un desfase de 3 segundos aproximadamente,
esto seguro se debe a configuraciones internas del dispositivo bitalino.

Se determind que el dispositivo bitalino funciona con frecuencias de muestreo de; 1, 10,
100, 1000 Hz. La bateria del bitalino es de 500 mAh, unas 10 horas de uso.

9.2. Adquisicién y procesamiento de senales EMG

9.2.1. Algoritmo de adquisicién

Como se menciond en la seccidon anterior, la mejor forma de obtener la senal mediante el
dispositivo bitalino fue por medio de la funcion read(). Esta lee los datos del bufer interno
el bitalino, luego que se llen6 con el tiempo asignado, toma los datos y limpia el bufer. El
algoritmo empieza estableciendo la conexion entra MATLAB y el dispositivo bitalino. La
variable donde se guardd la conexién como objeto. Este puede utilizarse con las funciones
del toolbox. Al establecer la conexion con el dispositivo bitalino, se le ordena al bitalino que
empiece la adquisicion de datos en segundo plano con la propiedad startBackground(obj) que
permite la adquisicion de data sin bloquear la ejecucion de los comandos de MATLAB [24].
Luego de estar recibiendo datos en segundo plano, se realiza el procedimiento para guardar
los datos. Se tiene que entrar a un ciclo continuo en el que cada n segundos (depende de
la ventana de tiempo que quiera el usuario) se tomen datos, en ese ciclo de espera, se tuvo
que realizar el movimiento o movimientos requeridos, luego se reinicia el bufer y empieza a
llenarse en n segundos. Cuando el bufer esté lleno, se utiliza la funcion read(obj) y guarda
los ultimos n datos.

Una consideracion importante es que la forma en la que el toolbox recibe los datos en
todas sus funciones, es en una matriz de n x 11 donde las 11 columnas representan a los 4
modulos de sensores con los que cuenta el dispositivo bitalino: EMG; ECG; EDA; EEG; ACC
[23]. En este caso en particular y como se determiné en las pruebas del capitulo anterior,
un canal es muy efectivo para sefiales EMG. Solo se toma la columna 6 de la matriz que
representa la senal EMG.
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9.2.2. Procesamiento de senal

Al contar con la senal directamente se procede a amplificar y convertir la senal, como
se menciona en [23| el voltaje al que trabaja el dispositivo bitalino es de 3.3 V, por lo
que se hizo la conversion. Luego de esta etapa, se tiene que proceder a realizar un filtrado
de paso de banda primario como se menciona en [25|. En las investigaciones previas se
determiné que las grabaciones de senales EMG suelen estar entre el rango de banda de
10H z a 350H z. Se procedi6 a utilizar unos filtros como los utilizados en [5]. Unos filtros IIR
de tipo Butterwoth pasa banda, con frecuencia de corte entre 20 Hz y 450 Hz, esto porque la
grabacion intramuscular debe formarse con el aumento adecuado del corte de alta frecuencia
a un punto bajo de 450 Hz segin [25]. Luego se utilizé un filtro quita banda entre 59 Hz y
61 Hz para eliminar el ruido de la red eléctrica. No se utiliz6 un filtro notch en este caso,
para asegurarse contener un buen rango de la frecuencia que se necesitaba eliminar.

9.2.3. Algoritmo de identificacion de actividad

Por la forma del algoritmo disenado y por el objetivo principal en el que esta enfocado,
es necesario implementar un algoritmo para la identificacién de actividad muscular. Esto nos
permite tener una lectura continua de datos sin la necesidad de estar pasando la senal por
el modelo de machine learning construido y estar dando una clase constantemente pudiendo
asi danar el sistema roboético al que se le estdn enviando comandos.

Para implementar este algoritmo se tiene que determinar un umbral de actividad. En [5]
se utiliza un umbral con el voltaje maximo de una primera muestra. En este caso, se decidi
utilizar otro método para la identificacion de actividad. Se utiliz6 el método de Matched
Continuous Wavelet Transform(CWT), esto porque al usar el método con un umbral de
voltaje, no se consideran cosas como la distancia de los electrodos cuando se generan los
MUAP’s en diferentes sesiones |26]. Como se muestra en |26 lo que hace la CWT es realizar
un andlisis sub-banda de la sefial original. Para determinar el umbral, se realiz6é una sesiéon
de pruebas de actividad. Se determin6 que los electrodos importan mucho al momento de
determinar este umbral, ya que el ruido provocado por la mala posiciéon de la referencia, la
distancia entre los dos electrodos y la conduccién de estos puede afectar.

Al obtener la senal filtrada, se aplica la funcion CWT(X) que entrega la CWT, esto es
una matriz bidimensional donde cada fila corresponda a una escala y las columnas corres-
ponden a la magnitud de X. Luego de esto se tuvo que obtener el valor absoluto de esta
matriz y aplicar dos veces la funcion max(CWT) para obtener el maximo de la matriz bidi-
mensional. El resultado de estas operaciones sera el umbral para detectar actividad. Luego
se planted un algoritmo revisa si se supera este umbral, si una bandera de activaciéon esta
apagada y si este no sobre pasa el voltaje nominal que es de 3.3 V.

9.3. Interfaz para la recolecciéon de datos

Antes de empezar a entrenar y crear una interfaz para la clasificacion de senales, se
procedié a realizar una interfaz para poder recolectar datos de una forma més intuitiva y
facil. La interfaz fue creada con la aplicacién integrada en el software MATLAB, llamada
App Designer. Se utilizaron los algoritmos mencionados con anticipacion en este capitulo
para poder recolectar los datos necesarios para poder crear una base de datos propia.

La interfaz que se muestra en la Figura [23] busca ser muy intuitiva para el usuario y
busca ser una herramienta ttil al momento de querer recopilar datos. Esta se conecta con el
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Figura 23: Interfaz recolectora de datos

dispositivo bitalino y permite capturar las senales brindadas por el canal EMG del mismo. Si
se desea cambiar el canal a recibir, se debe de cambiar el cdédigo interno. Cuando se guarda
la recopilacién de datos al terminar la sesion, se guarda de dos formas, en forma de los datos
con los vectores de caracteristicas seleccionados para cada prueba realizada, asi como los
datos en bruto de estas. El uso detallado e instrucciones de esta interfaz se puede encontrar
en el manual de usuario del Anexo

En el Anexo (5] se puede observar el funcionamiento de esta interfaz, esta fue probada
por alumnos del curso de fisiologia cuantitativa 2 de la Universidad del Valle de Guatemala,
como parte de su proyecto final.

9.4. Paradigma experimental para la recoleccion de datos

Para la recoleccion de datos se establecié el paradigma experimental con el cual se
tomaron las muestras de las clases con las que se entrenarian los modelos para la interfaz
clasificadora. El experimento se disené para adquirir los datos cualitativamente relacionados
con los dos movimientos diferentes del brazo izquierdo. Los experimentos se realizaron con
un solo sujeto y con la misma extremidad. Se hicieron 6 sesiones distintas, donde cada sesién
se recopilaban 120 muestras. Al principio de cada prueba el sujeto descansaba 2 segundos
y se proyectaba una ayuda visual del movimiento a grabar. Después de estos 2 segundos se
activé una luz en la interfaz por 1 segundo, que indicaba al usuario que tenia que realizar el
movimiento. Al terminar de realizar el movimiento, el sujeto descansaba 2 segundos antes
de empezar la siguiente prueba.

= Palma arriba - Este movimiento constaba de mover la palma de la mano izquierda
hacia arriba por 1 segundo. Este tenia que ser un movimiento bastante rapido y suave.

= Puno arriba-Este movimiento constaba de mover el pufio de la mano izquierda hacia
arriba por 1 segundo. Este tenfa que ser un movimiento bastante lento y fuerte.

Se recopilaron alrededor de 920 muestras por cada uno de los movimientos o clases
propuestas en el paradigma experimental. Estas muestras se guardaron tanto en vectores
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de caracteristicas, como las senales en bruto sin procesar de cada una de las pruebas. Los
resultados y clasificacion de resultados se veran en el siguiente capitulo.
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capituLo 10

Interfaz clasificadora de sefiales EMG

Al existir fases anteriores que ya habian hecho tangible el hecho de tener una interfaz
clasificadora pero solo para simulaciones de sistemas roboticos. Se tenian que plantear cri-
terios y métricas de evaluaciéon para estas fases previas. Esto con el fin de obtener mejoras
en las proximas interfaces. En este capitulo también se muestran los resultados de los entre-
namientos para los datos recopilados que se menciond en capitulos anteriores. También se
muestra el funcionamiento de la interfaz con entrenamientos propios utilizando el robot R17
de la Universidad del Valle de Guatemala. El uso detallado e instrucciones de esta interfaz
se puede encontrar en el manual de usuario del Anexo [52}

10.1. Criterios y métricas de evaluaciéon para la interfaz EMG
de fases previas

Para poder obtener un area de mejora en la interfaz para la adquisicion de senales EMG,
se hicieron varias pruebas con la interfaz de fases previas y se determinaron las areas de
mejora en las que se tenia que enfocar esta parte del desarrollo de la interfaz.

= Conectividad: Para poder utilizar el dispositivo bitalino como instrumento de ad-
quisiciéon de sefiales, se tenia que utilizar un Arduino para poder extraer por medio de
canales internos de la placa las sefiales deseadas.

= Adquisiciéon de senales: La senal obtenida al utilizar un cable directo de la placa
bitalino a una de las entradas analogicas del Arduino, no termina de venir directamente
del completo procesamiento que hace la placa bitalino con los filtros internos para cada
senal.

= Manual de usuario: La interfaz no cuenta con un manual de usuario completo, para
poder determinar los fallos que pueda tener y como se solucionan. Este manual de
usuario tendria que tener en cuenta consideraciones como que los umbrales para la
deteccion de actividades, cambian para los diferentes usuarios de la interfaz.
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10.2. Clasificacion de senales EMG

Como se mencioné en el capitulo anterior, se recolectaron alrededor de 480 pruebas por
cada clase de movimiento que se planted en el paradigma experimental. Se utilizaron los
conocimientos adquiridos en el Capitulo [§] para poder hacer varias pruebas con los datos
recolectados y poder determinar el mejor modelo y entrenamiento para la interfaz clasifica-
dora.

10.2.1. Classification Learner MATLAB

Para entrenar los modelos se decidié utilizar la aplicacién interna con la que cuenta el
software MATLAB, esta permite poder clasificar en paralelo 6 algoritmos de clasificacion
diferentes. Por ejemplo variantes de SVM, algoritmos de &rboles de decision, Analisis de
discriminante, clasificadores de regresion logistica y clasificadores de vecino més cercano. La
aplicacion solo necesita los datos ordenados en vectores de caracteristica y estar etiquetada.
Con esto la aplicacién permite empezar a entrenar, entregando una validacion cruzada de las
caracteristicas seleccionadas y entrega las matrices de confusiéon de cada modelo entrenado.

G-
Tan | Scotr Confuion ROCCurePuld Wi Clnsfcsbon
o ComimisPit " Erorr

Model 1.20

Hand-Up

WistUp.

Dstaset: DataPrimerEntrenamiento  Observations 239 Size 16kB  Predictors | Responses Clase  Response Clszes 2 Valdstion: 5-fold Cross Vaidation

Figura 25: Learning App

La clasificacion se dividié en cuatro conjuntos de datos a clasificar, el primer conjunto
de datos fueron las primeras 120 muestras por clase de cada sesion, en el siguiente set se
agregaban los nuevos 120 datos de la siguiente sesion, y asi sucesivamente.

10.2.2. Neuronal net Fitting MATLAB

Ya que el classification learner no cuenta con el algoritmo de clasificacién de redes
neuronales, se procedi6é a utilizar otra aplicacién con la que cuenta el software MATLAB
para clasificar, pero esta vez solo serviria para redes neuronales. El app entrega el algoritmo
necesario para poder cambiar parametros sencillos de redes neuronales, como la funcién de
entrenamiento, el nimero de neuronas internas y los porcentajes de data de entrenamiento
y data para validacion.
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Figura 26: Neuronal net fitting

10.2.3. Redes neuronales en Python

Con objeto de experimentacién se decidi6 utilizar otro lenguaje de programaciéon para
poder comparar, no solamente los modelos, sino también los lenguajes. Esto recordando
que las redes neuronales no solo son modelos complejos, sino que tienen un exceso de para-
metros. Para poder hacer mas tangible los entrenamientos con redes neuronales se decidié
utilizar python, que cuenta con librerias como sklearn, keras y tensorflow que permiten la
construcciéon de redes neuronales de una forma sencilla y bastante efectiva. En este algorit-
mo también se agregaron conceptos importantes para evitar por ejemplo, el overfitting. El
overfitting se caracteriza por formar parte de modelos que representan un buen rendimiento
cuando se evalua con el conjunto de entrenamiento, pero un muy mal rendimiento cuando
se prueba con un conjunto de prueba separado al entrenamiento |27]. Utilizando técnicas
de normalizaciéon de los datos se pudo dar un agregado al entrenamiento pudiendo obtener
mejores resultados. También se utilizaron técnicas para mezclar los datos y volverla una
muestra mas homogénea.

10.2.4. Resultados de entrenamientos

Se realizaron diversas pruebas para poder determinar las mejores caracteristicas para
entrenar, para esto se hicieron validaciones cruzadas de los vectores de caracteristicas. De
cada uno de los algoritmos de clasificacién mencionados con anterioridad se tomaron los en-
trenamientos con mejores resultados y rendimiento. Para los algoritmos de redes neuronales
se usaron los mismos pardmetros. Funciéon de activacién sigmoid, 10 capas ocultas de 10
neuronas cada una. Para el algoritmo programado en Python, se utilizaron los parametros
de learning rate de 0.0001 y una tolerancia de le™ para todos los casos. Se decidi6 utili-
zar Gnicamente un solo modelo para pruebas y en cada sesién de entrenamiento se colocd
la matriz del modelo a utilizar. Por cada prueba se obtuvo un vector de caracteristicas de
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7 dimensiones. Las caracteristicas seleccionadas fueron Cruces por cero(ZC), Valor absolu-

to medio
cuadrdtica(SMR).

Entrenamientos primera sesién

(MAV), Curtosis (KUR), Varianza(VAR), Amplitud de Wilson (AW) y Media

Para esta sesion de entrenamiento se utilizaron 119 muestras por cada clase. Los resul-
tados de cada entrenamiento se pueden observar en el Cuadro [3

Algoritmo Vector de caracteristicas Clases Rendimiento

SVM (3er grado) MAV ,KUR,AE,VAR,AW,SMR |Palma arriba, Puno arriba 98.7 %
Arbol de decision fino| MAV,KUR,AE,VAR,AW,SMR |Palma arriba, Pufio arriba 97.5%
Medium KNN MAV . KUR,AE,VAR, AW ,SMR |Palma arriba, Puno arriba 98.7 %
Regresion logistica MAV,KUR,AE,VAR,AW,SMR |Palma arriba, Puno arriba 97.5%
Descriminante linear | MAV,KUR,AE,VAR,AW ,SMR | Palma arriba, Puno arriba 97.5%
SVM (3er grado) AE,VAR,AW,SMR Palma arriba, Puno arriba 98.3 %
Arbol de decision fino AE, VAR,AW ,SMR Palma arriba, Puno arriba 95.8%
Medium KNN AE,VAR,AW,SMR Palma arriba, Puno arriba 97.5%
Regresion logistica AE,VAR,AW ,SMR Palma arriba, Puno arriba 97.5%
Descriminante linear AE,VAR,AW,SMR Palma arriba, Puno arriba 96.7 %
RN (Python) ZC MAV ,KUR,AE,VAR,AW ,SMR | Palma arriba, Pufio arriba 100 %

RN (MATLAB)

ZC,MAV .KUR,AE,VAR,AW,SMR

Palma arriba, Puno arriba

96.6

Cuadro 3: Cuadro de resultados clasificacién con algoritmos distintos de clasificaciéon senales EMG.

Entrenamientos segunda sesion

Para esta sesién de entrenamiento se utilizaron 238 muestras por cada clase. En estés
238 muestras se incluyen las 119 muestras de la sesién anterior. En el Cuadro [4] se pueden
observar los resultados de los entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
SVM (3er grado) |ZC,MAV,KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 95.2%
Arbol de decision fino | ZC,MAV KUR,AE, VAR, AW SMR | Palma arriba, Puno arriba 92.9%
Medium KNN ZC,MAV ,KUR,AE,VAR,AW,SMR | Palma arriba, Pufio arriba 94.2%
Regresion logistica | ZC,MAV,KUR,AE,VAR,AW ,SMR | Palma arriba, Puno arriba 95 %
Descriminante linear | ZC,MAV KUR,AE,VAR,AW ,SMR | Palma arriba, Punio arriba 93.7%
SVM (3er grado) AE,VAR,AW,SMR Palma arriba, Puno arriba 93.5%
Arbol de decision fino AE,VAR,AW,SMR Palma arriba, Punio arriba 90.8 %
Medium KNN AE,VAR,AW ,SMR Palma arriba, Puno arriba 93.5%
Regresion logistica AE,VAR,AW,SMR Palma arriba, Puno arriba 92.7%
Descriminante linear AE, VAR,AW ,SMR Palma arriba, Puno arriba 90.8 %
RN (Python) ZC,MAV KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 100 %
RN (MATLAB) ZC,MAV KUR,AE,VAR,AW,SMR | Palma arriba, Puno arriba 94.6 %

Cuadro 4: Cuadro de resultados clasificacion con algoritmos distintos de clasificaciéon senales EMG.

Entrenamientos tercera sesiéon

Para esta sesién de entrenamiento se utilizaron 357 muestras por cada clase. En estas 359
muestras se incluyen las 238 muestras de las sesiones anteriores. En el Cuadro [5| se pueden
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observar los resultados de este entrenamiento.

Algoritmo Vector de caracteristicas Clases Rendimiento
SVM (3er grado) |ZC,MAV ,KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 89.3%
Arbol de decision fino | ZC,MAV KUR,AE, VAR, AW SMR | Palma arriba, Puno arriba 88.2%
Medium KNN ZC,MAV ,KUR,AE,VAR,AW,SMR | Palma arriba, Pufio arriba 87.2%
Regresion logistica | ZC,MAV,KUR,AE,VAR,AW ,SMR | Palma arriba, Puno arriba 84.8%
Descriminante linear | ZC,MAV KUR,AE, VAR,AW SMR | Palma arriba, Puno arriba 82.1%
SVM (3er grado) AE,VAR,AW,SMR Palma arriba, Puno arriba 86.1%
Arbol de decision fino AE,VAR,AW,SMR Palma arriba, Puno arriba 78.6 %
Medium KNN AE VAR AW SMR Palma arriba, Puno arriba 86.1%
Regresion logistica AE,VAR,AW,SMR Palma arriba, Puno arriba 80.4 %
Descriminante linear AE, VAR AW SMR Palma arriba, Puno arriba 80.3%
RN (Python) ZC,MAV KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 99.2%
RN (MATLAB) ZC MAV KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 87.2%

Cuadro 5: Cuadro de resultados clasificacion con algoritmos distintos de clasificacion senales EMG.

Entrenamientos cuarta sesiéon

Para esta sesion de entrenamiento se utilizaron 476 muestras por cada clase. En estas 479
muestras se incluyen las 357 muestras de las sesiones anteriores. En el Cuadro [6] se pueden

observar los resultados de estos entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
SVM (3er grado) |ZC,MAV,KUR,AE,VAR,AW ,SMR | Palma arriba, Pufio arriba 88.4%
Arbol de decision fino | ZC,MAV , KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 81 %
Medium KNN ZC MAV KUR,AE, VAR, AW SMR | Palma arriba, Pufio arriba 83.3%
Regresion logistica | ZC,MAV,KUR,AE,VAR,AW,SMR | Palma arriba, Puno arriba 79.9%
Descriminante linear | ZC,MAV KUR,AE, VAR, AW SMR | Palma arriba, Puno arriba 79%
SVM (3er grado) AE VAR, AW SMR Palma arriba, Puno arriba 54.5%
Arbol de decision fino AE,VAR,AW,SMR Palma arriba, Puno arriba 76.2 %
Medium KNN AE,VAR,AW,SMR Palma arriba, Puno arriba 79.9%
Regresion logistica AE,VAR,AW,SMR Palma arriba, Puno arriba 79.9%
Descriminante linear AE,VAR,AW,SMR Palma arriba, Puno arriba 79%
RN (Python) ZC,MAV ,KUR,AE,VAR,AW,SMR | Palma arriba, Puno arriba 99 %
RN (MATLAB) ZC MAV KUR,AE,VAR,AW SMR | Palma arriba, Pufio arriba 80.7 %

Cuadro 6: Cuadro de resultados clasificacion con algoritmos distintos de clasificaciéon senales EMG.

Luego de cuatro sesiones de entrenamientos y utilizando dimensiones diferentes en los
vectores de caracteristicas se pueden determinar ciertas cosas. Por ejemplo, los entrenamien-
tos al contrario de lo esperado, entre mas data se le incluia menor eran los porcentajes de
rendimiento de clasificacién. Esto seguramente es porque los datos recolectados en cada se-
siéon, es bastante variada, esto representa una muestra muy variada de las clases. Recordando
que el objetivo del ML no es clasificar exactamente las muestras con las que se entrend, sino
tener un buen rendimiento de clasificacién en una muestra bastante variada. Los resultados
se consideran aceptables y el modelo que se escogié para probar con la interfaz clasificadora
es el modelo de SVM grado 3 con un vector de caracteristicas de 7 dimensiones. Esto porque
presento un buen rendimiento en todos los entrenamientos. Otra cuestion a considerar es que
las RN en Python, que presentaron resultados muy superiores a los que presentan las RN

47



en MATLAB. Esto es seguramente porque en Python se pueden manejar mas parametros y
construir las redes neuronales desde un nivel méas bajo.

10.2.5. Interfaz clasificadora de senales EMG

Al tener la interfaz recopiladora de datos del Capitulo [ se procedi6 a reutilizarla y crear
la interfaz, pero estaba vez incluyendo un panel de control para conectarse al robot R17
y asi poder probar los modelos entrenados. Los algoritmos de adquisicién en esta interfaz
son los mismos que se describen en el Capitulo [9] con la diferencia que en esta interfaz no
se guardan los datos y solo se clasifica cada muestra. La interfaz solo clasifica si se detecta
actividad, si no no manda ningtin comando al robot R17.

BCI EMG - UVG

Panel de Control

Parameters Panel Buttons Panel Nombre Bluetooth Bitalino

ElTalino-00-97 Escoger Entrenamiento
COM | COM1 | [ sTART |

off o
® " Iniciar
SPEED Conectar Bitalino Parar
i ]
Empezar Streamin|
e——— n RS Pt St

Sefiales en tiempo Real

En pausa

Canal1 Canal |

Zero Crossing E Varianza El

MAV E Wilson Amplitud E

Kurtossis El Media Cuadratica El
Average Energy El

0 02 04 06 038 1

Sin Actividad

( Regresar

Figura 27: Interfaz EMG

La interfaz permite al usuario escoger el entrenamiento que desee probar. Cada vez que
la interfaz clasifica, aparece una imagen ilustrativa y el nombre de la clase que detecté.
Dependiendo de la clase, esta envia por serial al Robot R17 un comando. En este caso, se
programo de forma que cada vez que la interfaz detecta que es la clase “palma arriba” el
robot recorreréd en un paso de 0.2 metros el eje x. Si la interfaz detecta la clase “pufio arriba”
el robot recorreré a un paso de 45 grados su eje Z.
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Figura 29: Clase palma arriba

El uso de la interfaz se explica en el manual de usuario de la interfaz. En los Anexos [47}
(48] [48]y [A7) se puede encontrar la interfaz “BCI EMG-UVG” siendo utilizada por alumnos del
curso de Fisiologia 2 de la Universidad del Valle de Guatemala, como parte de su proyecto
final del curso, probando asi su funcionamiento.
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capiTuLo 11

Adquisicién y recopilaciéon de sefiales EEG

En este capitulo se trataran los temas que tienen que ver con la adquisiciéon y proce-
samiento de las senales EEG, también sobre los paradigmas experimentales con los que se
recopilaron las senales. Se introduce a la interfaz que sirve para la adquisiciéon de senales
EEG.

11.1. Dispositivo de adquisicién de senales EEG

En la interfaz de la fase previa, por motivos de la pandemia COVID-19, no se pudo utilizar
ningun dispositivo para recolectar senales EEG y solo se baso en simulaciones. En este caso
se decidi6 utilizar el dispositivo FElectro-Cap System I con el que cuenta la Universidad del
Valle de Guatemala. Este sistema cuenta con adaptador de placa de electrodos, electrodos
de insercién répida y electrodos de oido. Este cuenta con el sistema de posicionamiento 10-
20. Para la adquisicion de las senales se utiliza la placa Cyton Board [28], que se conecta
con el adaptador de placa de los electrodos del electrocap. La placa se conecta de forma
inalambrica con la computadora a través de un dongle USB.

El principal reto que se encontré con el dispositivo electrocap, fue el poder obtener los
datos de los 8 canales que puede recibir el cyton board en forma streaming directamente
en MATLAB. Esto se solucioné utilizando lab Streaming Layer(LSL) una herramienta que
permite recibir los datos del Cyton Board en MATLAB de forma streaming.

11.1.1. Primeros acercamientos a dispositivo cyton board

Para poder visualizar y hacer un anélisis de las sefiales previo a establecer un paradigma
de experimentacion, se utilizé la OpenBCI G UI para poder tener los primeros acercamientos
para la visualizacién de las senales. Esta interfaz también proporciona la opcién al usuario de
poder grabar sefiales. Para poder obtener los datos en MATLAB se utilizaron las funciones
con las que cuenta la libreria de OpenBCI para MATLAB asi como los ejemplos con los
que cuenta el repositorio. Para poder recibir los datos se tiene que cargar la libreria y luego
empezar a recibir los datos, se determind que con la funcion Isl_inlet(result{1}) se recibe
cada muestra enviada por el cyton board.
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Figura 30: Paquete electro-cap

Se determind que el cyton board trabaja a una frecuencia méxima de muestreo de 250
Hz, cuenta con un voltaje de operacién de 3.3 V y un voltaje de entrada entre 3.3-12 V.

Figura 31: Cyton board

11.2. Adquisicién y procesamiento de senales EEG

11.2.1. Algoritmo de adquisicion

Como se mencionaba ya en la seccidén anterior, se utilizé la libreria de OpenBCI para
la obtencién de los datos. En este caso, la obtencion de la senal EEG, difiere a la forma en
la que se obtenfan las sefiales EMG en el Capitulo [9] ya que caso contrario al dispositivo
bitalino, donde se obtienen los datos directamente del bifer, acid se obtiene muestra por
muestra. El primer paso para empezar a recibir los datos, es correr el c6digo en Python que
permite obtener los datos en tiempo real en MATLAB. Desde la ventana de comandos de la
computadora se tienen que correr el c6digo openbci _matlab.py y se empezarén a recibir los
datos en MATLAB. Estos pasos se detallan mejor en el Manual de usuario para interfaces
EEG. En MATLAB al tener cada muestra con la funciéon [sl_inlet se procede a recibir los
datos y se tienen que recibir los 8 canales [vec,ts] = inlet.pull _sample(). Al tener los 8
canales se tiene que hacer una conversion de los datos. Esto se hace con un factor de escala

92



para la conversion entre datos brutos (recuentos) y potenciales de voltaje. Este factor es
de 0.0224 segin . Al tener los datos convertidos se empieza a llenar el bifer circular,
hasta que se cumpla con el namero de épocas establecidas, esto depende directamente de
la frecuencia de muestreo que en este caso es de 250 Hz como se mencioné anteriormente.
Por ejemplo si se quiere tener 5 épocas, serfan 1250 datos en esos 5 segundos. El algoritmo
almacena la muestra y obtiene el valor para darle un offset a la siguiente llenada del bifer
y asi poder centrar la senal y no perder datos. Algo importante a considerar es que de los
8 canales para este caso de estudio, se puede utilizar cualquiera, ya que los entrenamientos
hacen el supuesto de un individuo que focaliza su concentracién, por lo que los diferenciales
de voltaje en cualquier sector son parecidos. En este caso en particular se decidi6 utilizar el

@

Conectar dongle
cyton board

!

Abrir desde el
CMD:
openbci_matlab.py

v

canal namero 1.

Ingresar el
comando "\Start"
en el CMD

Algo salié mal con la conexién,
repetir proceso.

ZEmpez6 a transmitr 1a
o No——

data en tiempo real?

Si

¥

Cargar la
libreria LSL
Isl_loadlib()

¥

Entra en un ciclo while que no
parara hasta que se le indique

v

Se llena el bufer circular y se
procesa la data

¢Se quiere seguir
recibiendo datos?

No

+

En el CMD se coloca el
comando "\Stop"

[

Fin

Figura 32: Algoritmo de adquisicién de senales EEG

11.2.2. Procesamiento de senal

Contando son la senal a analizar, como se mencioné en la seccién anterior, se le da un
factor de escalamiento y ademés realizar un filtrado a esta senal. Al contrario de las senales
EMG donde se tiene una banda de frecuencias donde dichas senales trabajan en la senal
EEG se tiene algo distinto. Se tiene que seleccionar la banda de frecuencia segtin el objeto
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de estudio. En este caso en especifico se utilizaron las ondas Alpha (8-12 Hz) para filtrar
la senal. Para esto se utilizé el Signal Processing Toolbox de MATLAB para crear un filtro
butter pasa banda de grado 2 con frecuencias de corte en 7 y 14 Hz. Luego esta senal se
volvié a filtrar, pero esta vez con un filtro butter quita banda de grado 2 con frecuencias de
corte entre 59 y 61 Hz para eliminar el ruido de la red eléctrica.

11.2.3. Algoritmo para la identificacién de actividad

En este caso, el algoritmo de deteccién de actividad ya no es tan facil de implementar, es
més complejo detectar a través de las senales EEG si hay o no hay actividad. Recordando que
esto sirve mucho por el caso particular que se esta tratando aca que es el del que se estaran
utilizando sistemas roboéticos fisicos, por lo que el clasificador que se entren6é més adelante
no tendria que enviar comandos si no se estd haciendo nada. Una solucién fue utilizar el
parametro de actividad de HJORTH como un umbral de actividad, ya que representa el
poder de la senal, la varianza en funcién del tiempo. La otra solucién que se encontré fue
agregar a los entrenamientos una clase de relajamiento, donde el usuario no esté haciendo
ninguna actividad fisica.

11.3. Interfaz para la recolecciéon de datos EEG

Al igual que con las senales EMG se decidi6 crear una interfaz que permitiera la recolec-
cion de datos de una forma més intuitiva y facil. La interfaz también fue creada en MATLAB
con App Designer. Se utilizaron los algoritmos descritos en las secciones anteriores de este
capitulo. Al igual que la interfaz para recolectar datos EMG, esta permite recolectar los da-
tos en vector de caracteristicas y también los datos en bruto. El uso detallado e instrucciones
de esta interfaz se puede encontrar en el manual de usuario del Anexo

Recoleccion de Datos EEG - UVG

La recoleccion esta en Pausa

¢ Regreser

Figura 33: Interfaz recolectora de datos EEG

11.4. Paradigma experimental para la recoleccion de datos
EEG

Para la recolecciéon de datos se establecid el paradigma experimental con el cual se
tomaron las muestras de las clases con las que se entrenarian los modelos para la interfaz
clasificadora. El experimento se disené para adquirir los datos cualitativamente relacionados
con los dos movimientos de la cabeza y con no realizar ningiin movimiento y estar en modo
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relajacion. Se realizaron 4 sesiones de 120 pruebas con cada clase. Al principio de cada
prueba el sujeto descansa 2 segundos y en esos 2 segundos se proyectaba una ayuda visual
del movimiento o clase a grabar. Después de estos 2 segundos se activa una luz en la interfaz
por 1 segundo, que indica que es momento de realizar el movimiento. Al terminar de realizar
el movimiento, el sujeto descansa por 2 segundos antes de empezar la siguiente prueba.

s Inclinacion derecha - Este movimiento constaba de inclinar la cabeza hacia la de-
recha viendo hacia en frente durante 1 segundo.

= Giro izquierda - Este movimiento constaba de girar la cabeza hacia la izquierda
durante 1 segundo.

= Relajado- En esta clase, no se realizaba ningin tipo de movimiento, se escuchaba
musica, se veian videos o se utilizaba el celular.

Inicio
Prueba

Ayuda Visual/Descanso Movimiento Descanso

Inclinar a la
derecha

‘ Relajéao

Figura 34: Paradigma experimental
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CAPITULO 12

Interfaz clasificadora de sefiales EEG

Para este caso, también existen fases anteriores donde se probaron clasificadores en inter-
faces, pero nunca usando el casco electro cap, ya que todo habia sido hecho por simulaciones
v datos recopilados para otros proyectos de graduacion. En este capitulo se plantean criterios
y métricas de evaluacion para estas fases previas. En este capitulo también se muestran los
resultados de los entrenamientos con los datos recopilados, mencionada en el Capitulo
También se muestra el funcionamiento de la interfaz con entrenamientos propios utilizando
el robot R17 de la Universidad del Valle de Guatemala. El uso detallado e instrucciones de
esta interfaz se puede encontrar en el manual de usuario del Anexo [53]

12.1. Criterios y métricas de evaluaciéon para la interfaz EEG
de fases previas

Para poder obtener un area de mejora en la interfaz para la adquisicion de senales EEG,
se hicieron varias pruebas con la interfaz de fases previas y se determinaron las areas de
mejora en las que se tenia que enfocar esta parte del desarrollo de la interfaz.

= Conexién con electro cap Una de las deficiencias mas grandes que tenia la interfaz
de fases previas, es que estd no se conectaba al dispositivo electro cap, ya que por
motivos de la pandemia COVID-19, no se pudo utilizar este dispositivo en la interfaz.
Por lo que este era un punto que se tenia que cubrir obligatoriamente.

= Conexién con el robot R17 Otra carencia con la que contaba la interfaz para
seniales EEG, era que no tenia opcién para poder conectarse con el robot R17 y asi
poder probar los modelos entrenados.

= Amigable para el usuario La interfaz tiene que ser de mucha utilidad para los
usuarios que quieran probar los modelos entrenados, por lo que se tienen que mejorar
la forma en la que el usuario interactuaba con esta. Por ejemplo agregar opciones de
filtrado de ondas, obtener informacién valiosa como si existe actividad o no, seleccionar
el entrenamiento sin tener que tocar el codigo interno de la interfaz y una forma més
interactiva de realizar la conexién con el electro cap. Todo esto para que el usuario no
tenga que modificar muchas cosas en el codigo fuente.
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= Manual de usuario La interfaz no cuenta con un manual de usuario completo, para
poder determinar los fallos que pueda tener y como se solucionan. Este manual de
usuario tendria que tener en cuenta consideraciones como que los umbrales para la
deteccion de actividades, cambian para los diferentes usuarios de la interfaz.

12.2. Clasificacion de senales EEG

Se recolectaron alrededor de 480 muestras por cada clase que se plante6 en el paradigma
experimental del Capitulo [11] en 4 sesiones distintas. Para entrenar los modelos se decidi
utilizar la misma metodologia utilizada en Capitulo [I0] donde se utilizaron classification
learner MATLAB, neuronal net fitting MATLAB y las redes neuronales en python.

12.2.1. Resultados de entrenamientos

Se realizaron diversas pruebas para poder determinar las mejores caracteristicas para
entrenar, para esto se hicieron validaciones cruzadas de los vectores de caracteristicas. Ade-
mas, en el caso de las sefiales EEG, se decidi6 utilizar la transformada de wavelet utilizando
el paquete de descomposicién de wavelet de MATLAB. Se aplico la descomposicion sobre
las senales EEG, de los nodos (5 2), (5 3), (5 4), (55), (56)y (57) que representan las
frecuencias de 8Hz a 32 Hz. De cada uno de los algoritmos de clasificacién mencionados
con anterioridad se tomaron los entrenamientos con mejores resultados y rendimiento. Para
los algoritmos de redes neuronales se usaron los mismos parametros. Funcién de activa-
cion sigmotd, 10 capas ocultas de 10 neuronas cada una. Para el algoritmo programado
en Python, se utilizaron los pardmetros de learning rate de 0.0001 y una tolerancia de
12107° para todos los casos. Por cada prueba se obtuvo un vector de caracteristicas en el
dominio del tiempo de 10 dimensiones. Las caracteristicas seleccionadas fueron HjorthAc-
twity(HA), Normalized First Difference (NFD), Hjorth Complexity (HC), Kurtosis(KUR),
Mean Energy (ME),Skewness(Sk), Shannon Entropy(SE), HjorthMobility(HM) y Principal
Component Analysis(PCA). El vector de caracteristicas utilizado con la transformada de
wavelet fue Arithmetic Mean (AM), Shannon Entropy (SE) y Standard Deviation (SD)

Entrenamientos primera sesion

Para esta sesion de entrenamiento, se recolectaron 119 datos por cada una de las cla-
ses. Se hicieron entrenamientos utilizando las clases “Inclinacién derecha”, “Giro izquierda’.
También se hicieron entrenamientos utilizando las tres clases propuestas en el paradigma
experimental, “Inclinacion derecha”, “Giro izquierda” y “Relajado”. En el Cuadro [7]se pueden

encontrar los resultados de estos entrenamientos.
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Algoritmo Vector de caracteristicas Clases Rendimiento
HA NFD ,HC KUR, Inclinacién derecha,
SVM (2do grado) %I/IE’%IF{SEI)—I%I%%DEA IG’irIQ izqqieréla h 89.3%
; . ) JHC, ) nclinacion derecha,
Arbol de decisién fino %Evl%%])s%gl\éﬂggA IG’irl(? iqu}ier((lia h 91.6 %
. , JHC, ) nclinacion derecha,
Medium KNN ME.SK.SE,HM.PCA | Giro izquierda 87.2%
R i6n logisti HA NFD HCKUR, Inclinacion derecha, 80.7 %
egresion fogistica ME,SK,SE,HM,PCA Giro izquierda e
D iminante I HA ,NFD,HC,KUR, Inclinacion derecha, 811
escrinimante unear | g 9K SE.HM,PCA Girlo izquicrcclla . S
Inclinacion derecha
HA ,NFD,HC,KUR, N ’
SVM (2do grado) ME.SK SE,HM PCA GII“O.IZQUIGI“da, 90.2 %
Rellajado Jorech
Inclinacion derecha
. s HA ,NFD,HC,KUR, N ’
Arbol de decision fino ME SK.SE.HM PCA Glro.lzqulerda, 88.2%
%%ella'uadp derect
nclinacion derecha
. HA NFD,HC,KUR, R ’
Medium KNN ME.SK SE,HM PCA Ger.IZQUIGI‘da, 84.9%
Relajado
Descriminante I HA NFD,HC,KUR, g.dm.amo.n c(llt?recha, 815 %
escriminante linear ME SK.SE HM,PCA iro izquierda, 5%
HA NFD,HC,KUR %{ellzyad(‘)) derech
) JHC, ) nclinacion derecha,
RN (Python) %E:%KDS%EI\IA(%)SA IGirlo izquier(cila 1 81.7%
,NFD,HC, , nclinacién derecha,
RN (MATLAB) ME,SK,SE.HM ,PCA Giro izquierda 79.4%
SVM (2do grado) Wavelet packet Inclinacién derecha, 88.3%

decomposition

Giro izquierda

Cuadro 7: Cuadro de resultados clasificacion primera sesion con algoritmos distintos de
clasificacion senales EEG.
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Entrenamientos segunda sesién

Para esta sesién de entrenamiento, se recolectaron 119 datos por cada una de las clases.
Se agregaron al entrenamiento los 119 datos por clase que se recopilaron en la primera
sesion, dando un total de 238 datos por clase. Se hicieron entrenamientos utilizando las
clases Inclinacion derecha, Giro izquierda. También se hicieron entrenamientos utilizando
las tres clases propuestas en el paradigma experimental, Inclinacién derecha, Giro izquierda
y Relajado. En el Cuadro [§| se pueden encontrar los resultados de estos entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
HA NFD HC KUR, Inclinacion derecha,
SVM (2do grado) MESKSEHMPOA | Giro inquierda 92.9%
5 . HA ,NFD ,HC KUR, Inclinacion derecha,
Arbol de decision fino| g o1 o M.PCA Giro izquierda 89.9%
. HA NFD ,HC ,KUR, Inclinacién derecha,
Medium KNN ME,SK,SE,HM,PCA Giro izquierda 85.7%
R 61 logisti HA ,NFD,HC,KUR, Inclinacién derecha, 80.7 %
cgresion fogistica ME,SK,SE,HM,PCA Giro izquierda 7
D minante li HA NFD ,HC KUR, Inclinacién derecha, 79.9%
escriminatiie Anear | yrp SK.SE.HM,PCA IGirlq izqqieréla N 0
HA,NFD,HC,KUR, fieimaciol cerecha,
SVM (2do grado) ME SK.SE.HM PCA GH‘O.lquIGTda, 90.5 %
{{ellat]adp’ derech
nclinacion derecha
: . HA NFD,HC,KUR, A ’
Arbol de decisién fino ME.SK SE.HM PCA Ger.lZQUIGTda, 88.1%
%{elle_y]adp’ derecl
nclinacion derecha
. HA NFD,HC,KUR, A ’
Medium KNN ME.SK.SE,HM,PCA Glro.lzqulerda, 86.3%
Relajado
Deseriminante I HA,NFD,HC,KUR, Iél.dln.amo.“ iereCha’ 76.5%
escriminante linear ME SK.SE.HM PCA iro izquierda, 5%
HA NFD,HC,KUR Fella_m(]adp, derech
) JHC, ) nclinacion derecha,
) JHC, ) nclinacion derecha,
RN (MATLAB) ME,SK,SE.HM,PCA Giro izquierda 85.3%
SVM (2do grado) Wavelet p.a<.3ket In.chn.acm.n derecha, 93.5 %
decomposition Giro izquierda

Cuadro 8: Cuadro de resultados clasificaciéon segunda sesién con algoritmos distintos de
clasificacion senales EEG.
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Entrenamientos tercera sesion

Para esta sesién de entrenamiento, se recolectaron 119 datos por cada una de las clases.
Se agregaron al entrenamiento los 238 datos por clase que se recopilaron en las primeras
sesiones, dando un total de 357 datos por clase. Se hicieron entrenamientos utilizando las
clases Inclinacion derecha, Giro izquierda. También se hicieron entrenamientos utilizando
las tres clases propuestas en el paradigma experimental, Inclinacién derecha, Giro izquierda
v Relajado. En el Cuadro [9] se pueden encontrar los resultados de estos entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
HA NFD HC KUR, Inclinacion derecha,
SVM (2do grado) MESKSEHMPOA | Giro inquierda 86.8%
£ .. HA NFD,HC,KUR, Inclinacion derecha,
Arbol de decision fino| g o1 o M.PCA Giro izquierda 86.1%
. HA NFD,HC,KUR, Inclinacién derecha,
Medium KNN ME,SK,SE,HM,PCA Giro izquierda 82.4%
R 61 logisti HA ,NFD,HC,KUR, Inclinacién derecha, 75.4%
cgresion fogistica ME,SK,SE,HM,PCA Giro izquierda s
D minante li HA NFD ,HC KUR, Inclinacién derecha, 7419
escriminatiie Anear | yrp SK.SE.HM,PCA IGirlq izqqieréla N o
HA,NFD,HC,KUR, fieimaciol cerecha,
SVM (2do grado) ME SK.SE.HM PCA GH‘O.lquIGTda, 86.6 %
{{ellat]adp’ derech
nclinacion derecha
: . HA NFD,HC,KUR, A ’
Arbol de decisién fino ME.SK SE.HM PCA Ger.lZQUIGTda, 82.6 %
%{elle_y]adp’ derecl
nclinacion derecha
. HA NFD,HC,KUR, A ’
Medium KNN ME.SK.SE,HM,PCA Glro.lzqulerda, 83.6 %
Relajado
Deseriminante I HA,NFD,HC,KUR, Iél.dln.amo.“ iereCha’ 425
escriminante linear ME SK.SE.HM PCA iro izquierda, 2%
HA NFD,HC,KUR Fella_m(]adp, derech
) ,HC, ; nclinacion derecha,
) JHC, ) nclinacion derecha,
RN (MATLAB) ME,SK,SE.HM,PCA Giro izquierda 5%
SVM (2do grado) Wavelet p.a<.3ket In.chn.acm.n derecha, 85.5 %
decomposition Giro izquierda

Cuadro 9: Tabla de resultados clasificacion tercera sesién con algoritmos distintos de clasificacion
senales EEG.
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Entrenamientos cuarta sesiéon

Para esta sesion de entrenamiento, se recolectaron 119 datos por cada una de las clases. Se
agregaron al entrenamiento los 357 datos por clase que se recopilaron en las primeras sesiones,
dando un total de 476 datos por clase. Se hicieron entrenamientos utilizando las clases
“Inclinacién derecha”; “Giro izquierda”. También se hicieron entrenamientos utilizando las
tres clases propuestas en el paradigma experimental, “Inclinacién derecha”, “Giro izquierda”
y “Relajado”. En el Cuadro [10] se pueden encontrar los resultados de estos entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
HA ,NFD,HC KUR, Inclinacién derecha,
SVM (2do grado) | \1p'gie p IMPCA | Giro izquierda 81.1%
P . o HA NFD ,HC KUR, Inclinacién derecha,
Arbol de decision fino %Eﬂ%%S%%%ﬁSA IG’irl‘? izqqieré:la ) 82.2%
. ) JHC, ) nclinacién derecha,
Medium KNN ME.SK.SE,HM.PCA | Giro izquierda 80.6%
R sion logisti HA NFD ,HC KUR, Inclinacién derecha, LT
egresion fogistica ME,SK,SE,HM,PCA Giro izquierda 7
Descriminante Ii HA NFD HCKUR, Inclinacion derecha, 79.3%
escrimmante Anear | ME,SK,SE,HM,PCA Giro izquierda__ 07
HA,NFD,HC,KUR, SR GETeEas,
SVM (2do grado) ME SK.SE HM.PCA Glrollzqulerda, 86 %
%{ellzyad(‘)) Joroch
. . HA NFD,HC,KUR, flelmaciol Cerecha,
Arbol de decision fino ME.SK SE,HM PCA Ger.IZQUIGI‘da, 84 %
{{ellzyad(’)‘ Jorech
. HA,NFD,HC,KUR, fieimacion cerecha,
Medium KNN ME.SK SE,HM PCA Ger.IZQUIGI‘da, 84.1%
Relajado
Deseriminante I HA,NFD,HC,KUR, IG“.Chn.aCIO.n flereCha’ 459
escriminante linear ME78K7SE,HM,PCA 1ro.lzqu1€r a, . 0
HA NFD,HC,KUR %{ellzyadp‘ derech
) JHC, ) nclinacién derecha,
) JHC, ) nclinacién derecha,
RN (MATLAB) |\ SK.SEHMPCA | Giro izquicrda 76:57%
SVM (3er grado) Wavelet pg?ket Irl.cllr{a01op derecha, 89.4%
decomposition Giro izquierda

Cuadro 10: Cuadro de resultados clasificacién cuarta sesion con algoritmos distintos de clasificacion
senales EEG.

Luego de cuatro sesiones de entrenamientos y utilizando un vector de caracteristicas en el
dominio del tiempo de 10 dimensiones, también utilizando el Wavelet packet decomposition
para entrenar se pueden concluir ciertas cosas. Por ejemplo, los entrenamientos al contrario
de lo esperado, entre més data se le incluia menor eran los porcentajes de rendimiento de
clasificaciéon. Esto seguramente es porque los datos recolectados en cada sesion, es bastante
variada, esto representa una muestra muy variada de las clases. Al contrario de lo que paso
con las senales EMG donde las RN en Python tuvieron un alto rendimiento comparado con
todos los otros modelos en general, se not6 un menor rendimiento cada vez que se agregaban
mas datos. En general como se puede observar en los cuadros y entre mas datos
se agregaban a los modelos, el rendimiento baja. Esto pasé con casi todos los modelos y
utilizando 2 y 3 clases. A excepcién del modelo donde se usé el Wavelet packet decomposition
para entrenar, que presentd un mejor rendimiento en la ultima sesién de entrenamiento.
Esto da pauta a poder escoger entre dos de los mejores entrenamientos, siendo estos SVM
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de segundo grado con el vector de caracteristicas de 10 dimensiones y utilizando el SVM de
tercer grado usando Wavelet packet decomposition. Para escoger entre ambos entrenamientos,
se tuvo que determinar si el rendimiento de clasificaciéon es lo suficientemente bueno como
para aceptar ese tiempo extra que generaba usar Wawvelet packet decomposition, ya que su
procesamiento es caro computacionalmente como para implementarse en tiempo real.

12.2.2. Interfaz clasificadora de senales EEG

Al tener la interfaz recopiladora de datos del capitulo[11]se procedio a reutilizarla y crear
la interfaz, pero estaba vez incluyendo un panel de control para conectarse al robot R17 y
asf poder probar los modelos entrenados. Los algoritmos de adquisicién en esta interfaz son
los mismos que se describen en el Capitulo con la diferencia que en esta interfaz no se
guardan los datos y solo se clasifica cada muestra. La interfaz solo clasifica si se detecta
actividad, si no no manda ningtin comando al robot R17.

BCI EEG - UVG

Tiempo de muestraatomar __ Ondaa Filtrar

COM |-Seleccionar- ¥ | | START | Conectar con Electrocap

I

Sefiales en tiempo Real
Canal 1

Canal |

1
HjorthActivity ljl Kurtosis Ijl

0.8
HjorthComplexity E MeanEnergy E

06
3 HijorthMaobility Ijl Skewness ljl

0.4
NormalizedFirstDifference El ShannonEntropy El
02 PCALatent | 0] Peamu | o]

o

0 02 04 08 o8 1
t(s)
Clase

< Regresar

Figura 35: Interfaz clasificadora EEG
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CAPITULO 13

Combinacion de sefiales EMG y EEG

En este capitulo se trataran las interfaces de clasificacion desde una perspectiva que
amplie la vision de investigacion sobre la utilidad que tienen las senales biomédicas. En
resumen se indagara en el peso o en el valor que agrega incluir a un vector de caracteristicas
las senales EEG, cuando se esta llevando a cabo un evento que involucre las senales EMG
como principal entrada a los vectores de caracteristicas. También se tratara la combinacién
de senales como una forma de tener dos dispositivos para aumentar la cantidad de clases y
asi poder tener opcién a tener una mayor cantidad de comandos que enviar.

13.1. Interfaz recolectora de datos EEG y EMG

Para desarrollar esta interfaz, se utilizaron los algoritmos desarrollados en los Capitulos
Oy [[T] para poder implementar la interfaz recolectora de datos. Por la forma en la que fun-
cionaban los algoritmos de las interfaces recolectoras de datos EEG y EMG, implementarlo
en una interfaz donde se recolectaran ambas senales fue sencillo. Esto se debe a que el que
dicta en qué momento terminan de guardarse los datos es el algoritmo de adquisiciéon de la
senial EEG, ya que al llenarse el bafer guarda todos los datos. Esto implica que cuando este
se llene, se tienen que tomar los datos recolectados en el bufer del dispositivo bitalino, como
se indicaba en el algoritmo de adquisiciéon de las senales EMG. En cuanto a los algoritmos
de adquisicion depende del enfoque. Si es el primer enfoque, la deteccion de actividad la
dicta la senal EMG. Si es el segundo enfoque, la deteccién de actividad es una combinacién
de ambos algoritmos y funciona como una compuerta OR. En cuanto al tercer enfoque se
parece mucho al primero, pero se utiliza una zona diferente del brazo para poder recolectar
las senales.
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Figura 36: Interfaz recolectora de datos EEG-EMG

13.2.

Paradigma experimental primer enfoque

El primer enfoque utilizado es practicamente el mismo que se utilizé en el Capitulo [9
Otra vez el sujeto descansa los primeros 2 segundos con una ayuda visual proyectada. Luego
de estos dos segundos la interfaz encendia una luz indicando que era momento de realizar el
movimiento, luego el individuo descansa otros 2 segundos.

Inicio
Prueba
Ayuda Visual/Descanso Movimiento Descanso
/\ A\
A

g

Palma arriba

Puno arriba

Figura 37: Paradigma experimental primer enfoque
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13.3. Clasificaciéon de senales EEG-EMG, primer enfoque

Para esta clasificacion se recolectaron alrededor de 438 muestras por cada clase que se
plante6 en el paradigma experimental planteado en la seccién anterior. Para entrenar los
modelos se decidi6 utilizar la misma metodologia utilizada en el Capitulo [L0| pero esta vez
solo utilizando classification learner MATLAB.

13.3.1. Resultados de entrenamientos

En este caso se decidi6 utilizar para las sefiales EEG el mismo vector de caracteristicas
de 10 dimensiones que ya se usaba en el Capitulo que son HjorthActivity(HA), Nor-
malized First Difference (NFD), Hjorth Complexity (HC), Kurtosis(KUR), Mean Energy
(ME),Skewness(Sk), Shannon Entropy(SE), HjorthMobility(HM) y Principal Component
Analysis(PCA). También se decidi6 utilizar el paquete de descomposicion de wavelet co-
mo vector de caracteristicas de las seniales EEG. En el caso de las sefiales EMG también se
decidi6 utilizar el vector de caracteristicas de 7 dimensiones utilizado en el Capitulo [L0| que
son Zero Crossing(ZC), Mean Absolute Value (MAV), Kurtossis (KUR), Variance(VAR),
Wilson Amplitude (AW) y Root Mean Square(SMR).
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Entrenamientos primera sesién

Para esta sesién de entrenamiento, se recolectaron 219 datos por cada una de las clases.
Se hicieron entrenamientos utilizando las clases “palma arriba” y “pufio arriba”. En el Cuadro
[I1] se pueden observar los resultados de los entrenamientos.

Algoritmo

Vector de caracteristicas

Clases

Rendimiento

SVM (3er grado)

EEG:

HA ,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR,AE,

Palma arriba, Puno arriba

87.2%

Arbol de decision fino

VAR, AW, SMR
EEG:

HA NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR, AE,

Palma arriba, Puno arriba

84.2%

Regresion logistica

VAR, AW,SMR
EEG:

HA ,NFD HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR, AW, SMR

Palma arriba, Puno arriba

89.3%

SVM (3er grado)

EEG:Wavelet packet
decomposition
EMG:

ZC,MAV ,KUR, AE,
VAR, AW, SMR

Palma arriba, Puno arriba

83.8%

Arbol de decision fino

EEG: Wavelet packet
decomposition

EMG:
ZC,MAV KUR AE,
VAR,AW,SMR

Palma arriba, Puno arriba

79.9 %

Regresion logistica

EEG: Wavelet packet
decomposition

EMG:

ZC,MAV KUR,AE,
VAR, AW,SMR

Palma arriba, Puno arriba

89.3%

SVM (3er grado)

EMG:
7ZC,MAV KUR,AE,
VAR, AW.SMR

Palma arriba, Puno arriba

51.1 %

Arbol de decision fino

EMG:
ZC,MAV,KUR,AE,
VAR,AW,SMR

Palma arriba, Puno arriba

84.2%

Regresion logistica

EMG:
ZC,MAV,KUR,AE,
VAR, AW,SMR

Palma arriba, Puno arriba

87.4%

Cuadro 11: Cuadro de resultados clasificacién primera sesién con algoritmos distintos de
clasificacion sefiales EEG-EMG.
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Entrenamientos segunda sesién

Para esta sesion de entrenamiento, se recolectaron 219 datos por cada una de las clases y
se agregaron los primeros 219 datos. Se hicieron entrenamientos utilizando las clases palma
arriba y pufio arriba. En el Cuadro [12]se pueden observar los resultados de los entrenamien-
tos.

Algoritmo Vector de caracteristicas Clases Rendimiento
EEG:

HA NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
ZC,MAV.KUR,AE,
VAR,AW,SMR
EEG:

SVM (3er grado) Palma arriba, Pufio arriba 94.6 %

HA ,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR, AW, SMR
EEG:

Arbol de decision fino Palma arriba, Puno arriba 87.9%

HA NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR AE,

VAR, AW ,SMR
EMG:

SVM (3er grado) ZC,MAV ,KUR,AE, Palma arriba, Pufio arriba 91.3 %

VAR,AW.SMR
EMG:

Arbol de decision fino ZC,MAV ,KUR,AE, Palma arriba, Puno arriba 89.3 %

VAR,AW.SMR
EMG:

Regresion logistica ZC,MAV ,KUR,AE, Palma arriba, Puno arriba 88.1%
VAR,AW,SMR

Regresion logistica Palma arriba, Puno arriba 92.4%

Cuadro 12: Cuadro de resultados clasificacién segunda sesion con algoritmos distintos de
clasificacion senales EEG-EMG.

Partiendo de los supuestos en los que se mencionaba que las seniales EEG aportan un
valor agregado a las senales EMG, dandole mejor rendimiento a los clasificadores entrenados
utilizando ambas sefniales. Se puede deducir de los resultados de los entrenamientos que se
pueden observar en los Cuadros y que en efecto cuando uno combina las sefnales
EMG y EEG al tener una cantidad de datos menores, un vector de caracteristicas de las
seniales EEG grabas en ese momento, si aportan un peso y mejoran el rendimiento de los
clasificadores. Cuando el niimero de muestras aumentan, los vectores de caracteristicas de
las senales EEG dejan de mejorar el rendimiento de la clasificacién de los entrenamientos.
Incluso el rendimiento sin los vectores de caracteristicas extraidos de las senales EEG el
rendimiento de los clasificadores mejoran.
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13.4. Paradigma experimental segundo enfoque

El segundo enfoque utilizado es practicamente unir los paradigmas experimentales que
se utilizaron en el Capitulo [0y el Capitulo Otra vez el sujeto descansa los primeros 2
segundos con una ayuda visual proyectada. Luego de estos dos segundos la interfaz encendia
una luz indicando que era momento de realizar el movimiento, luego el individuo descansa
otros 2 segundos.

Inicio
Prueba

Ayuda Visual/Descanso Movimiento Descanso

nclinar a la
derecha

Girar a la izquierda

Palma arriba Puno arriba

Figura 38: Paradigma experimental segundo enfoque

13.5. Clasificacion de senales EEG-EMG, segundo enfoque

Para esta clasificacion se recolectaron alrededor de 438 muestras por cada clase que se
plante6 en el paradigma experimental planteado en la secciéon anterior. Para entrenar los
modelos se decidio utilizar la misma metodologia utilizada en el Capitulo [I0] pero esta vez
solo utilizando classification learner MATLAB.

13.5.1. Resultados de entrenamientos

En este caso se decidi6 utilizar para las senales EEG el mismo vector de caracteristicas
de 10 dimensiones que ya se usaba en el Capitulo que son HjorthActivity(HA), Nor-
malized First Difference (NFD), Hjorth Complexity (HC), Kurtosis(KUR), Mean Energy
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(ME),Skewness(Sk), Shannon Entropy(SE), HjorthMobility(HM) y Principal Component
Analysis(PCA). En el caso de las senales EMG también se decidio utilizar el vector de
caracteristicas de 7 dimensiones utilizado en el Capitulo que son Zero Crossing(ZC),
Mean Absolute Value (MAV), Kurtossis (KUR), Variance(VAR), Wilson Amplitude (AW)
y Root Mean Square(SMR). En el Cuadro [13|se pueden observar los resultados de los entre-
namientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
EEG:
HA ,NFD,HC,KUR, Inclinacion derecha,
ME,SK,SE. HM,PCA Giro izquierda,
SVM (3er grado) EMG: Palma arriba, Puio| 007
ZC,MAV ,KUR,AE, arriba
VAR,AW.,SMR
EEG:
HA NFD,HC,KUR, Inclinacion derecha,
p . ME,SK,SE,HM,PCA Giro izquierda,
Arbol de decisién fino EMG: Palma  arriba, Pufio 86.6 %
ZC,MAV ,KUR,AE, arriba
VAR, AW,SMR
EEG:
HA NFD,HC,KUR, Inclinacion derecha,
. ME,SK,SE,HM,PCA Giro izquierda,
Medium KNN EMG: Palma arriba, Puio| o117
7ZC,MAV KUR,AE, arriba
VAR, AW.SMR
EEG:
HA ,NFD,HC,KUR, Inclinacién derecha,
. . ME,SK,SE,HM,PCA Giro izquierda,
Discriminante linear EMG: Palma arriba, Puiio 84.9 %
ZC,MAV ,KUR,AE, arriba
VAR, AW,SMR
EEG:
HA ,NFD,HC,KUR, Inclinacion derecha,
ME,SK,SE,HM,PCA Giro izquierda,
Bagged Trees EMG: Palma arriba, Puio| 007
ZC,MAV ,KUR,AE, arriba
VAR,AW.,SMR

Cuadro 13: Cuadro de resultados clasificacién primera con algoritmos distintos de clasificaciéon
senales EEG-EMG.

En general se presentdé un buen rendimiento para cada uno de los entrenamientos, se
confirma que la combinacién de seniales EEG y EMG se puede llevar a cabo, partiendo
desde el hecho de tener 4 clases distintas donde 2 clases dependen directamente del sensor
de senales EMG (bitalino) y las otras 2 clases dependen directamente del sensor de senales
EEG (electro cap).

13.6. Paradigma experimental, tercer enfoque

Para la recoleccion de datos en el tercer enfoque se establecié un paradigma experimental
con el cual se tomaron las muestras de dos nuevas clases. El experimento se disefid para ad-
quirir los datos cualitativamente relacionados con dos movimientos asociados a los misculos
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que se encuentran por arriba del codo. La razén de realizar este paradigma es para poder
realizar un acercamiento a un caso real de gente con extremidades amputadas por encima
del hombro como se realiza en . Se realizaron 3 sesiones diferentes, con 130 muestras
cada una de las sesiones. Al igual que los otros paradigmas experimentales, se utilizaron los
primeros 2 segundos de descanso, después de esos 2 segundos, se tiene que hacer el movi-
miento por aproximadamente 1 segundo, luego de eso se tiene 2 segundos de descanso antes
de empezar la siguiente prueba. A continuacion se explican las dos nuevas clases.

= Girar brazo - Este movimiento constaba de girar el triceps a favor de las agujas del
reloj durante 1 segundo.

= Contraer triceps - Este movimiento constaba de apretar el triceps durante aproxi-
madamente 1 segundo.

Inicio
Prueba

Ayuda Visual/Descanso Movimiento Descanso

Girar tricep Apretar tricep

Figura 39: Paradigma experimental tercer enfoque

13.7. Clasificaciéon de senales EEG-EMG, tercer enfoque.

Para esta clasificacion se recolectaron alrededor de 390 muestras por cada clase que se
plante6 en el paradigma experimental de la secciéon anterior. Para entrenar los modelos se
decidi6 utilizar la misma metodologia utilizada en el Capitulo[I0|pero esta vez solo utilizando
classification learner MATLAB.

13.7.1. Resultados de entrenamientos

En este caso se decidi6 utilizar para las senales EEG el mismo vector de caracteristicas
de 10 dimensiones que ya se usaba en el Capitulo que son HjorthActivity(HA), Nor-
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malized First Difference (NFD), Hjorth Complexity (HC), Kurtosis(KUR), Mean Energy
(ME),Skewness(Sk), Shannon Entropy(SE), HjorthMobility(HM) y Principal Component
Analysis(PCA). En el caso de las senales EMG también se decidi6 utilizar el vector de
caracteristicas de 7 dimensiones utilizado en el Capitulo que son Zero Crossing(ZC),
Mean Absolute Value (MAV), Kurtossis (KUR), Variance(VAR), Wilson Amplitude (AW)
y Root Mean Square(SMR).

Entrenamientos primera sesion

Para esta sesion de entrenamiento, se recolectaron 130 datos por cada una de las cla-
ses y se agregaron los primeros 130 datos. Se hicieron entrenamientos utilizando las clases
Contraer triceps y Girar brazo . En el Cuadro [14] se pueden observar los resultados de los
entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
EEG:

HA NFD,HC,KUR,
ME,SK,SE.HM,PCA
EMG:

ZC MAV KUR,AE,
VAR,AW,SMR
EEG:

SVM (3er grado) Girar, Contraer 98.1 %

HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
7C,MAV,KUR,AE,

VAR, AW, SMR
EEG:

HA ,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR, AW, SMR
EEG:

Arbol de decision fino Girar, Contraer 97.7 %

Medium KNN Girar, Contraer 96.2 %

HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
7C,MAV,KUR,AE,

VAR, AW,SMR
EEG:

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR,AW,SMR

Discriminante linear Girar, Contraer 95.4%

Bagged Trees Girar, Contraer 98.5%

Cuadro 14: Cuadro de resultados clasificacién primera sesién con algoritmos distintos de
clasificacion sefiales EEG-EMG.
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Entrenamientos segunda sesién

Para esta sesion de entrenamiento, se recolectaron 130 datos por cada una de las clases y
se agregaron los primeros 130 datos, dando un total de 260 datos. Se hicieron entrenamientos
utilizando las clases Girar brazo y Contraer triceps. En el Cuadro[I5]se pueden observar los
resultados de los entrenamientos.

Algoritmo Vector de caracteristicas Clases Rendimiento
EEG:

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

ZCMAV KUR,AE,
VAR,AW,SMR
EEG:

SVM (3er grado) Girar, Contraer 92.3 %

HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
7C,MAV,KUR,AE,

VAR, AW,SMR
EEG:

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

7ZC,MAV ,KUR,AE,

VAR, AW.SMR
EEG:

HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
ZC,MAV,KUR,AE,

VAR, AW,SMR
EEG:

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

7ZC,MAV ,KUR,AE,
VAR,AW.,SMR

Arbol de decision fino Girar, Contraer 85.2%

Medium KNN Girar, Contraer 89.0%

Discriminante linear Girar, Contraer 90.4%

Bagged Trees Girar, Contraer 91.5%

Cuadro 15: Cuadro de resultados clasificacion segunda sesién con algoritmos distintos de
clasificacion sefiales EEG-EMG.

Entrenamientos tercera sesion

Para esta sesion de entrenamiento, se recolectaron 130 datos por cada una de las clases
y se agregaron las primeras 260 pruebas, teniendo un total de 390 pruebas por clase. Se
hicieron entrenamientos utilizando las clases Contraer triceps y Girar brazo. En el Cuadro
se pueden observar los resultados de los entrenamientos. Para esta dltima sesién también
se entrenaron los modelos inicamente con las caracteristicas obtenidas de las sefiales EMG,
para poder realizar una comparacién entre entrenamientos.
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Algoritmo

Vector de caracteristicas

Clases

Rendimiento

SVM (3er grado)

EEG:
HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR, AW,SMR
EEG:

Girar, Contraer

90.9 %

Arbol de decision fino

HA,NFD,HC,KUR,

ME,SK,SE,HM,PCA

EMG:

ZC,MAV KUR,AE,

VAR, AW ,SMR
EEG:

Girar, Contraer

86.5 %

Medium KNN

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

ZC,MAV ,KUR,AE,
VAR,AW,SMR

Girar, Contraer

86.4%

Discriminante linear

EEG:
HA,NFD,HC,KUR,
ME,SK,SE,HM,PCA
EMG:
7C,MAV,KUR,AE,
VAR, AW,SMR

Girar, Contraer

85.3 %

Bagged Trees

EEG:

HA NFD,HC,KUR,
ME,SK,SE. HM,PCA
EMG:

7ZC,MAV ,KUR,AE,
VAR,AW.,SMR

Girar, Contraer

89.6 %

SVM (3er grado)

EMG:
7C,MAV,KUR,AE,
VAR,AW.SMR

Girar, Contraer

85.4 %

Arbol de decision fino

EMG:
7C,MAV,KUR,AE,
VAR,AW.SMR

Girar, Contraer

77.7 %

Medium KNN

EMG:
7C,MAV,KUR,AE,
VAR,AW.SMR

Girar, Contraer

81.9%

Discriminante linear

EMG:
7C,MAV,KUR,AE,
VAR, AW.SMR

Girar, Contraer

83.2%

Bagged Trees

EMG:
7C,MAV,KUR,AE,
VAR,AW.SMR

Girar, Contraer

83.7 %

Cuadro 16: Cuadro de resultados clasificacion tercera sesion con algoritmos distintos de
clasificacion sefiales EEG-EMG.

Como se puede observar en el Cuadro[I6] que todos los entrenamientos con las dos senales
combinadas, representan un mejor resultado que los entrenamientos con solo la senal EMG.
Es importante considerar que cuando se usan ambas sefiales, se tiene un vector de 17 caracte-
risticas , esto puede representar un problema de dimensionalidad o curse of dimensionality,
que como se menciona en [31], se refiere a la dificultad de encontrar una estructura oculta
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cuando el nimero de caracteristicas es grande. Para solucionar esto, se procedi6é a utilizar
un método de seleccidon de caracteristicas. El método fue la “Clasificacion de caracteristicas
univariante para la clasificaciéon mediante pruebas de chi-cuadrado” como se hizo en . Se
realizé un Live script en el software MATLAB, para que pueda ser utilizado con cualquier
conjunto de datos, se utilizaron los paquetes de anéalisis de datos brindados por el software
MATLAB y se procedi6 a hacer el anélisis de los pesos de las caracteristicas del conjunto
de datos utilizado en la tercera sesion. En el Live script del Anexo [51]se puede encontrar el
funcionamiento completo.

-
%]
o

100

80

Predictor importance score

Predictor rank

Figura 40: Resultados de los pesos en de pruebas de chi-cuadrado.

Al obtener estos resultados, se procedié a realizar los mismos entrenamientos, esta vez
con un vector de 10 caracteristicas seleccionadas, siendo estas 10 caracteristicas, las que
tenfan mayor pesos en las pruebas de chi-cuadrado.
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Algoritmo Vector de caracteristicas Clases Rendimiento
EEG: NFD,HC KUR,
ME,SK,SE.HM,PCA
EMG:

MAV.KUR
EEG: NFD,HC,KUR,

ME,SK,SE. HM,PCA
EMG:

MAV.KUR
EEG: NFD,HC,KUR,

ME,SK,SE. HM,PCA
EMG:

MAV.KUR
EEG: NFD,HC,KUR,

ME,SK,SE. HM,PCA
EMG:

MAV.KUR
EEG: NFD,HC,KUR,

ME,SK,SE,HM,PCA
EMG:
MAV.KUR

SVM (3er grado) Girar, Contraer 90.6 %

Arbol de decision fino Girar, Contraer 84.7%

Medium KNN Girar, Contraer 87.1%

Discriminante linear Girar, Contraer 80.5 %

Bagged Trees Girar, Contraer 88.6 %

Cuadro 17: Cuadro de resultados clasificacion segunda sesion con algoritmos distintos de
clasificacion senales EEG-EMG.

Si se comparan los Cuadros y se puede observar que a pesar de que todos los
modelos que se entrenaron utilizando un vector 17 de caracteristicas tienen un porcentaje
mayor de rendimiento, esta diferencia no es tan significativa. Por ejemplo utilizando SVM
de tercer grado y un vector de 17 caracteristicas para entrenar se obtiene un 90.9 % de
rendimiento y utilizando un vector de 10 caracteristicas para entrenar, se obtiene un 90.6 %
de rendimiento. Es preferible utilizar modelos de menor dimensionalidad ya que esto evita
tener problemas como por ejemplo el denominado efecto frontera. La idea de este problema
es que en la “frontera” del rango de valores de una variable explicativa se va a disponer
de pocos datos y los errores de prediccion van a tener gran variabilidad (se estan haciendo
extrapolaciones de los datos, mas que interpolaciones, y van a ser menos fiables) [33|.

13.7.2. Interfaz clasificadora de senales EEG-EMG

Al tener las interfaces clasificadoras del Capitulo [10] y Capitulo [12] se procedié a reuti-
lizarlas y crear la interfaz y asi poder probar los modelos entrenados para la combinacién
de senales. Los algoritmos de adquisicién en esta interfaz son los mismos que se describen
en los Capitulos [0 y Capitulo con la diferencia que en esta interfaz no se guardan los
datos y solo se clasifica cada muestra. La interfaz solo clasifica si se detecta actividad, si
no, no manda ningin comando al robot R17. La deteccion de actividad en esta interfaz, la
determina la senal EMG.
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Figura 41: Interfaz clasificadora EEG-EMG
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cAPiTULO 14

Conclusiones

Los algoritmos de adquisicion de las senales EMG y EEG, cumplen de manera correcta
y eficiente con la tarea de capturar las senales.

Al incluir méas datos a los entrenamientos, los porcentajes de rendimiento en la ma-
yoria de los clasificadores, disminuye. Esto debido a que las muestras se vuelven mas
variadas, las sesiones de recopilacién de datos no pudieron ser exactamente iguales por
lo que las condiciones presentaran variaciones.

Se determind que para senales EMG usar un vector de caracteristicas de menor di-
mensioén presentan porcentajes de rendimiento aceptables.

Les redes neuronales desarrolladas en Python son mas eficientes que las redes neuro-
nales desarrolladas en MATLAB, ya que Python si permite una configuracion de més
bajo nivel que en MATLAB.

El algoritmo de deteccion de actividad para sefiales EMG desarrollado utilizando la
transformada continua de wavelet demostré ser eficiente para detectar estos picos de
actividad.

Los clasificadores desarrollados para las sefiales EMG, demostraron clasificar de una
manera correcta las clases entrenadas.

La conexién y envio de comandos al robot R17 funciono de manera eficaz, demostrando
que la implementacién de las interfaces funciona.

Utilizando Wavelet packet decomposition como vector de caracteristicas se logré un
mejor rendimiento en los clasificadores que utilizando el vector de caracteristicas de
10 dimensiones en el dominio del tiempo, para senales EEG.

Utilizar las senales EEG extrayendo caracteristicas y utilizdndolas como vector de
caracteristicas auxiliar para clasificar sefiales EMG demostré funcionar cuando se tiene
una poca cantidad de muestras. Al aumentar las muestras, ese vector deja de aportar
significativamente a los entrenamientos.
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= Combinar clases que dependan directamente de un sensor y del otro en un solo entre-
namiento, resulto ser efectivo y funciona de forma adecuada.
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cAPITULO 15

Recomendaciones

Considerar el uso del lenguaje Python para el desarrollo de los algoritmos e interfaces
desarrollados en este trabajo. Esto nace de todos los inconvenientes con los que se
cuenta al utilizar MATLAB. Los dos dispositivos o sensores utilizados para la obten-
cion de las senales, funcionan con Python, incluso el microcontrolador del dispositivo
bitalino, esta programado en Python y PHP. Mientras el dispositivo electro cap utiliza
un coédigo basado en Python para poder recibir las sefiales en MATLAB.

El uso del dispositivo bitalino presenté resultados satisfactorios y permitié el cumpli-
miento de los objetivos. Pero se recomienda indagar en otros dispositivos que sirvan
para la recoleccion de seniales EMG, ya que el dispositivo bitalino presenta deficiencias
de conexioén y tiempos.

Al contar con las interfaces para cada tipo de senal que cuentan con diferentes dis-
positivos de adquisicién, se recomienda el desarrollo de un médulo encargado de la
sujecion de los sensores de una manera en la que el usuario no afecte las mediciones
con algin movimiento no deseado.

Probar todas las interfaces clasificadoras con otros sistemas roboticos que no sean el
R17, para dar pauta al inicio del desarrollo de sistemas robéticos que sirvan para la
asistencia médica.

Se recomienda el uso de caracteristicas en el dominio de la frecuencia para los entre-
namientos con sefiales EEG, para poder observar su rendimiento.

Se recomienda en siguientes trabajos, el desarrollo de entrenamientos que incluyan
posicionamiento distinto de electrodos, gestos diferentes y el uso de méas de dos clases
en un solo entrenamiento.
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CAPITULO 17/

Anexos

17.1. Paradigma experimental senales EMG

Figura 42: Grabacién clase puno arriba
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Figura 43: Grabacién clase puno arriba.
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17.2. Paradigma experimental senales EEG-EMG

Figura 44: Grabacion clase palma arriba sefiales EEG-EMG.

Picture in picture g

Recoleccion de Datos EMG - UVG

Instrucciones Panel de control

Caractenisticas Seleccionadas
Muestra Tomada

| Zero Crossing
Tiempo de muestra a tomar Clase a grabar
v MaY
3 Sostener .. ¥
| Kurtosis
« | Promedio de Energia
| Varianza Nombre Del Archivo Iniciar sesion >

«|Media Cuadratica
| Seleccionar todo

Guardar Archivo “ »

0 5 10 15 20 25 30 35 40

Crear Tabla t(s)

Nombre Bluetooth Bitalino L
| BITalino

@ o @
Conectar Bitalino

o @on @ Namero de muestras tomadas: < Reg

Empezar Streaming ‘ 0 | |

Figura 45: Proyecto fisiologia 2 utilizando interfaz recolectora de sefiales EMG (Grupo 3).
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Figura 46: Primera prueba interfaz clasificadora senales EEG-EMG.
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Figura 47: Proyecto fisiologia 2 utilizando interfaz clasificadora de seniales EMG (Grupo 1).
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Figura 48: Proyecto fisiologia 2 utilizando interfaz clasificadora de sefiales EMG (Grupo 2).
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Figura 49: Posicionamiento de electrodos y toma de datos (Grupo2).
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Figura 50: Posicionamiento de electrodos y toma de datos (Grupo2).

Seleccion de caracteristcas
Roberto Caceres.

Clasificacion de caracteristicas univariante para la clasificacion mediante
pruebas de chi-cuadrado

Este metodo lo podemos utilizar para observar cual es el peso que tienen las
caracteristicas para las sefales obtenidas. con la funcidn fsschiz, podemos
obtener los caracteristicas y el peso que tiene cada una de las variables en
la clase en este caso. Este es un andlisis hecho para una sola clase y sus
caracteristicas y lo podemos utilizar para apoyar la seleccién de nuestras
caracteristicas.

%load ("Data.mat")

[idx,scores] = fscchi2(Primeras3sesiones, )

find(isinf(scores))

bar(scores(idx))

xlabel( )

ylabel( )
xticklabels(strrep(Primeras3Sesiones.Properties.variableNames(idx), 5 )
xtickangle(4s)

idx(1:10)

En este ejemplo podemos observar que tomamos de la tabla NombreDeLaTabia |a etiqueta que
es la respuesta a esta clasificacion "Clase”. Tomamos los pesos que tienen las variables en la
clasificacion de la "Clase”. Para mas informacion sobre esta funcion se puede consultar el
siguiente enlace.

Univariate feature ranking for classification using chi-square tests - MATLAB fscchi2
(mathworks.com)

Feature selection using neighborhood component analysis for
classification

Definimos nuestra data de entrenamiento y nuestra data para la validacion

Xtrain = Xtrain¥train(1:540,1:17);
ytrain = Xtrainvtrain(1:54,18);

Figura 51: Live script realizado en el software MATLAB para ayudar a la seleccion de caracteristicas.
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1 Introduccion

Se ha creado este documento para realizar un resumen para estudiantes e investigadores que guieran
hacer uso de las interfaces de recoleccion y clasificacion de senales electromiograficas (EMG). En este
manual de usuario se explicara al interesado los requerimientos e implicaciones que conlleva el uso de
la interfaz. Desde el uso del dispositivo Bitalino hasta los recursos necesarios para utilizar este con el
software MATLAB. Este Manual de usuario no solo pretende guiar al interesado en los recursos creados
en este frabajo de graduacién, también pretende guiar al interesado en las experiencias e inconvenientes
encontrados con cada uno de las etapas de este.

1.1 Sobre las interfaces

Se cuenta con dos interfaces, una de las interfaces cuenta con cumplir con la necesidad de recolectar
sefiales EMG, que pueden ser utilizadas para investigaciones posteriores o como base de datos basada
en diferentes experimentos. La segunda interfaz es la interfaz clasificadora de gestos, donde con entre-
namientos previos y utilizando inteligencia artificial (IA) se mandan comandos al robot R17 de la Universi-
dad del Valle de Guatemala.

Figura 52: Manual para el uso del dispositivo bitalino y uso de las interfaces para senales EMG.
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1 Introduccion

Se ha creado este documento para realizar un resumen para estudiantes e investigadores que quieran
hacer uso de las interfaces de recoleccién y clasificacion de sefales electroencefalograficas (EEG). En
este manual de usuario se explicard al interesado los requerimientos e implicaciones que conlleva el uso
de la interfaz. Desde el uso del dispositivo electrocap hasta los recursos necesarios para utilizar este con
el software MATLAB. Este Manual de usuario no solo pretende guiar al interesado en los recursos creados
en este trabajo de graduacion, también pretende guiar al interesado en las experiencias e inconvenientes
encontrados con cada uno de las etapas de este.

1.1 Sobre las interfaces

Se cuenta con des interfaces, una de las interfaces cuenta con cumplir con la necesidad de recolectar
sefales EEG, que pueden ser utilizadas para investigaciones posteriores o como base de datos basada en
diferentes experimentos. La segunda interfaz es la interfaz clasificadora de gestos, donde con entrenamien-
tos previos y utilizando inteligencia artificial (IA) se mandan comandos al robot R17 de la Universidad del
Valle de Guatemala.

Figura 53: Manual para el uso del dispositivo electrocap y uso de las interfaces para senales EEG.
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